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Resumen

En esta tesis se desarrolla una técnica de seguimiento del punto global de máxima potencia (GMPPT) basada en apren-

dizaje profundo por refuerzo (DRL) con uso de demostraciones, aplicada a sistemas fotovoltaicos (PV) en condiciones de

sombreado parcial (PS).

En la actualidad, los algoritmos de DRL no han logrado consolidarse en aplicaciones reales de GMPPT. Esto se debe

principalmente a que requieren miles de interacciones con el sistema, antes de obtener un desempeño satisfactorio. Por

otra parte, los algoritmos de seguimiento del punto máximo de potencia (MPPT) clásicos, como el algoritmo Perturba y

Observa (P&O), pueden desempeñarse razonablemente bien desde el primer momento desde su implementación. Sin embargo,

los algoritmos MPPT clásicos no siempre logran ubicar el punto global de máxima potencia (GMPP), lo que provoca pérdidas

en la potencia generada.

Esta tesis integra las modalidades de interacción de los algoritmos clásicos en el proceso de aprendizaje de los algoritmos

DRL, disminuyendo el número de interacciones requeridas en el entrenamiento y promoviendo un mejor desempeño en el

seguimiento. El algoritmo DRL propuesto se denomina TD4, haciendo alusión al algoritmo usado como base: Gradiente de

Poĺıtica Determinista Profunda con Retraso Gemelo (TD3) y a la inclusión de demostraciones (D) – TD3 + D.

La implementación y entrenamiento del algoritmo TD4 se realiza en Python, utilizando el marco de aprendizaje automáti-

co de código abierto PyTorch; mientras que el modelado y simulación del sistema fotovoltaico se realiza en MATLAB/Si-

mulink. Para la validación, se utilizan patrones complejos no uniformes de irradiancia solar. Con el propósito de demostrar

las cualidades del método GMPPT TD4 propuesto, se presenta una comparación frente a otras técnicas de seguimiento: un

algoritmo MPPT P&O, un algoritmo GMPPT de Gradiente de Poĺıtica Determinista Profunda (DDPG), y un algoritmo

GMPPT TD3. Los resultados muestran que el desempeño de TD4 superior, al exhibir una mayor velocidad y eficiencia en el

seguimiento, lo que se traduce directamente como un incremento en la cantidad de enerǵıa eléctrica generada por el sistema

PV bajo las mismas condiciones ambientales.

La base teórica desarrollada en esta tesis abre nuevos caminos de investigación para técnicas GMPPT basadas en DRL,

donde los algoritmos de aprendizaje automático pueden beneficiarse de la experiencia e información recolectada por otras

técnicas MPPT/GMPPT para adaptarse a los requerimientos de aprendizaje.

Palabras clave: sistemas fotovoltaicos, aprendizaje profundo por refuerzo, inteligencia artificial, redes neuronales, segui-

miento del punto de máxima potencia.
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Abstract

In this thesis, a global maximum power point tracking (GMPPT) technique based on deep reinforcement learning (DRL)

with the use of demonstrations is developed and applied to photovoltaic (PV) systems under partial shading (PS) conditions.

To date, DRL algorithms have not been able to establish themselves in real applications of GMPPT, mainly because

they require thousands of interactions with the system before obtaining satisfactory performance. On the other hand, classic

maximum power point tracking (MPPT) algorithms, such as the Perturb and Observe (P&O) algorithm, can perform reaso-

nably well out of the box. However, classic MPPT algorithms do not always manage to locate the global maximum power

point (GMPP), which causes losses in the generated power.

This thesis integrates the interaction modalities of classical algorithms in the learning process of DRL algorithms, reducing

the number of interactions required in training and promoting better tracking performance. The proposed DRL algorithm is

called TD4, referring to the algorithm used as a base: Deep Deterministic Policy Gradient with Twin Delay (TD3) and the

inclusion of demonstrations (D) – TD3 + D.

The implementation and training of the TD4 algorithm are done in Python, using the open source machine learning

framework PyTorch, while the modeling and simulation of the photovoltaic system are done in MATLAB/Simulink. For

validation, complex non-uniform patterns of solar irradiance are used. In order to demonstrate the qualities of the proposed

GMPPT TD4 method, a comparison is presented against other tracking techniques: an MPPT P&O algorithm, a GMPPT

Deep Deterministic Policy Gradient (DDPG) algorithm, and a GMPPT TD3 algorithm. The results show that the perfor-

mance of TD4 is superior, exhibiting greater speed and efficiency in tracking, which directly translates into an increase in

the amount of electrical energy generated by the PV system under the same environmental conditions.

The theoretical basis developed in this thesis opens new research paths for DRL-based GMPPT techniques, where machine

learning algorithms can benefit from the experience and information collected by other MPPT/GMPPT techniques to adapt

to learning requirements.

Keywords: photovoltaic systems, deep reinforcement learning, artificial intelligence, neural networks, maximum power point

tracking.
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Prefacio

En el mundo, existen dos tipos de personas: los optimistas y los pesimistas. Los pesimistas buscan mantener su

status quo , los optimistas intentan transformarlo.

El optimismo a menudo requiere creer en lo desconocido, en futuros inciertos y fantasiosos; el pesimismo se

apega a lo conocido, lo que es prudente y ha sido probado. Un optimista es ingenuo; un pesimista, sabio.

Las soluciones conocidas no pueden resolver los problemas dif́ıciles. Por eso son dif́ıciles, porque requieren

disrumpir los pensamientos tradicionales y las formas que han funcionado. Pero algo que ha funcionado bien en el

pasado, no significa que no pueda funcionar mejor en el futuro, o incluso, que siquiera pueda seguir funcionando.

Centrarse solo en los sectores establecidos y campos probados, naturalmente, conduce al pesimismo. Para ser

optimista, se debe creer que al menos alguna de las especulaciones actuales se harán realidad. ¿Quién hubiera créıdo

que se pod́ıan inventar aeroplanos, comunicaciones inalámbricas y televisores?

Una de las principales cuestiones en la actualidad es la de la inteligencia artificial. ¿Puede una máquina exhibir

comportamientos inteligentes? ¿Puede una máquina ser capaz de entender el mundo? ¿Puede una máquina pensar?

La respuesta más sensata es no. La respuesta optimista, śı.

Si el progreso conseguido en los últimos años fuera meramente una casualidad, éste está destinado a concluir. En

cambio, si el progreso es primordialmente una cuestión de esfuerzo humano, depende de nosotros su continuidad.

— Jason Crawford
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3.2.1. Bases Teóricas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

3.2.2. Proceso de Decisión de Markov . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

3.2.3. Definición Formal del Problema de RL . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31

3.2.4. Tipos de Algoritmos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

3.3. Aprendizaje Profundo por Refuerzo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41

3.3.1. Aproximación de Funciones con Redes Neuronales Artificiales . . . . . . . . . . . . . . . . . . 41
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3.3.3. Algoritmo de Gradiente de Poĺıtica Determinista Profunda con Retraso Gemelo (TD3) . . . . 47

3.3.4. Algoritmo TD3 con Demostraciones Expertas (TD4) . . . . . . . . . . . . . . . . . . . . . . . 51

3.4. Conclusión . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
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ψ Pasos de retardo para actualizar la poĺıtica en el marco de TD3/TD4
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Vmpp Voltaje de la celda/arreglo PV donde se produce la mayor potencia

Voc Voltaje de circuito abierto de la celda/arreglo PV

Vpv Voltaje de la celda/arreglo PV

Adam Estimación adaptativa del momento

AI Inteligencia Artificial

BC Clonación Conductual
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Caṕıtulo 1

Introducción

Este caṕıtulo presenta una visión general de la problemática energética mundial en la actualidad, se detallan los

inconvenientes de la presente generación de enerǵıa eléctrica no renovable, aśı como las ventajas de la generación

renovable, especialmente de la generación fotovoltaica. Respecto a este tipo de generación, se describen las técnicas de

control utilizadas actualmente y sus limitantes. Posteriormente, se describe brevemente la historia de la inteligencia

artificial y se discute su aplicación en el control de los sistemas fotovoltaicos. Finalmente, se estipulan los objetivos

establecidos en la investigación y se especifican las aportaciones y publicaciones derivadas de la misma.

1.1. Justificación

La demanda de enerǵıa crece continuamente debido a la explosión demográfica y al desarrollo económico (Chang

et al., 2019), y se estima que en el año 2050 la demanda de enerǵıa será dos veces mayor que la actual (International

Energy Agency, 2021). Además de satisfacer estos requerimientos energéticos, otro reto importante que enfrenta el

sector de la generación es atenuar la sobreexplotación de los recursos no renovables para la generación de enerǵıa, ya

que alrededor del 70% de la enerǵıa mundial en la actualidad se genera a partir de fuentes no renovables (Solar Power

Europe, 2021). Este tipo de generación presenta dos inconvenientes principales: la posible escasez de los combustibles

y la emisión de gases contaminantes (Harrag & Messalti, 2019). Para mitigar estos problemas, una gran cantidad

de páıses han establecido compromisos para impulsar la adopción de fuentes renovables de enerǵıa (Cheng & Yao,

2021; Khan et al., 2020). Aśı, se espera que en los próximos 20 años, la cantidad de enerǵıa producida por fuentes

renovables se incremente un 75% respecto a la generación actual (U.S. Energy Information Administration, 2018),

reduciendo a la par la aportación de la generación por parte de las fuentes no renovables.

Entre las fuentes de enerǵıa renovables disponibles, la generación fotovoltaica (PV, photovoltaic) se ha convertido

en la opción más popular debido a sus ventajas, como ausencia de combustible, mantenimiento infrecuente, costo

asequible, entre otras (Veerachary et al., 2001). Esta popularidad ha impulsado su desarrollo, dado que la aportación
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de la generación fotovoltaica al total mundial creció de prácticamente 0% en el año 2000, a 3.72% en el año

2021 (Ember Climate, 2022); y se prevé que para el año 2050, la generación PV produzca el 50% de la enerǵıa total

proveniente de fuentes renovables, el equivalente al 8% de la generación total en el mundo (U.S. Energy Information

Administration, 2018, 2019).

No obstante, la eficiencia de conversión de las celdas fotovoltaicas de silicio (el material más rentable para su

producción) es del 22% en promedio (Ciulla et al., 2014); y se estima que la eficiencia teórica máxima de este

material está cercana al 27% (Sinke, 2019); es decir, la tecnoloǵıa PV actual está cerca de su ĺımite de eficiencia de

conversión. Aunque se han explorado nuevas estrategias para incrementar la eficiencia, tales como la inclusión de

otros materiales semiconductores, el revestimiento de las capas frontales y traseras, sistemas de concentración de la

enerǵıa solar, entre otras; éstas resultan costosas o inviables de producir en masa con la tecnoloǵıa actual (Al-Shahri

et al., 2021). Por lo tanto, la única alternativa plausible para mejorar la eficiencia de generación de los sistemas

PV actuales es optimizar sus técnicas de control, lo que favoreceŕıa simultáneamente a todos los sistemas PV,

independientemente de su tecnoloǵıa y sus caracteŕısticas añadidas.

En este sentido, los avances en el área del Aprendizaje Profundo por Refuerzo (DRL, Deep Reinforcement Lear-

ning) son prometedores. Recientemente, diversos algoritmos de DRL han solucionado problemas que se consideraban

utópicos, tales como el desempeño sobre-humano en distintos videojuegos (Arulkumaran et al., 2017; Mnih et al.,

2015), la conducción autónoma de veh́ıculos (Bojarski et al., 2016), y el auto-aprendizaje de movimientos de lo-

comoción en robots a partir únicamente de secuencias de imágenes obtenidas por sensores instalados en la propia

estructura de los robots (Levine et al., 2016). Aśı, en esta tesis se aborda la aplicación de los conceptos de DRL

en el área de sistemas PV para optimizar el control de los sistemas PV, y por tanto, incrementar su eficiencia de

generación.

1.2. Estado del Arte

1.2.1. La Enerǵıa Eléctrica en la Actualidad

A partir de la invención e implementación de la red eléctrica a comienzos del siglo XX, la enerǵıa eléctrica se ha

convertido en un factor determinante para el desarrollo de las sociedades y economı́as alrededor del mundo (Schewe,

2007). Prácticamente todas las actividades cotidianas requieren el uso de enerǵıa eléctrica: la iluminación residencial,

la conservación y procesamiento de los alimentos, el almacenamiento y transmisión de datos a través de medios

digitales, etc. Inclusive, algunos sectores como el de las telecomunicaciones y tecnoloǵıas de la información, dependen

plenamente de la disponibilidad de enerǵıa eléctrica para su operatividad (Chochliouros et al., 2021).

La dependencia del estilo de vida moderno a la enerǵıa eléctrica ha incrementado considerablemente su demanda:

en los últimos 50 años, el uso de enerǵıa eléctrica se ha visto incrementado casi un 500%. En 1974, la demanda

mundial de enerǵıa eléctrica ascend́ıa a 5,000 TWh (Kelly et al., 2020), mientras que en el 2020, fue de 23,000
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TWh. Incluso, existen pronósticos que señalan que la demanda mundial de electricidad en el año 2050 rondará

los 45,000 TWh, el doble de la demanda actual (International Energy Agency, 2021). El continuo incremento del

consumo de enerǵıa eléctrica es ocasionado simultáneamente por dos factores: el aumento en el consumo per cápita

de enerǵıa eléctrica y el continuo crecimiento de la población mundial (Chang et al., 2019). En referencia al primero

de ellos, la demanda mundial promedio de enerǵıa eléctrica per cápita por año aumentó de 2.3 kWh a 2.39 kWh,

del año 2010 al 2019 (BP, 2021); referente al segundo factor, la población mundial pasó de 7,000 millones, en 2010,

a 7,800 millones, en 2020; y se prevé que podŕıa alcanzar 10,100 millones en el año 2050, y 12,700 millones en el

año 2100 (Gu et al., 2021).

Además de garantizar la disponibilidad de enerǵıa eléctrica para satisfacer la creciente demanda, el sector de la

generación debe afrontar otra problemática: detener el uso excesivo de recursos no renovables para la producción

de electricidad, en vista de que en el año 2020, el 70% de la enerǵıa eléctrica mundial se generó a partir de fuentes

no renovables (Solar Power Europe, 2021). Este tipo de generación, particularmente la basada en la ignición de

combustibles fósiles (e.g., petróleo y carbón), contribuye a la degradación ambiental por medio de diversos factores,

de entre los cuales se destaca la emisión de dióxido de carbono (CO2) y otros gases de efecto invernadero (GHG,

greenhouse gases) (Khan et al., 2021). La acumulación excesiva de estos gases en la atmósfera afecta a todos los

organismos del planeta a través de múltiples procesos, incluyendo el incremento en la temperatura global, fenómenos

meteorológicos extremos (e.g., seqúıas e inundaciones), y el aumento de la contaminación en el aire (Evans, 2019;

Mikkelsen et al., 2008; Weissburg & Draper, 2019).

Para afrontar el problema de la emisión de GHG, muchos páıses y organizaciones han establecido compromisos

de protección ambiental bajo diferentes tratados internacionales (Shishlov et al., 2016). El Acuerdo de Paŕıs, el más

reciente de estos tratados, exhorta a los páıses a desarrollar estrategias de desarrollo a largo plazo para disminuir

las emisiones de GHG con el objetivo final de limitar el incremento de la temperatura global a 2◦C por encima

de niveles pre-industriales, el cual fue firmado por 191 partes1 en 2015 (Jacquet & Jamieson, 2016). Entre las

recomendaciones estipuladas en el tratado, destaca el impulso a los proyectos de investigación referentes a enerǵıas

renovables a través incentivos económicos y subsidios (Cheng & Yao, 2021; Khan et al., 2020). Satisfactoriamente,

estos estudios demuestran que el uso de fuentes renovables de enerǵıa como alternativa al uso de combustibles

fósiles disminuye las emisiones de GHG, por lo que su adopción se ha visto notablemente favorecida (Bilgili et al.,

2016; Koengkan et al., 2021; Zafar et al., 2019). Aśı, se espera que en 20 años la cantidad de enerǵıa producida

por fuentes renovables se incremente un 75% respecto a la generación renovable actual (U.S. Energy Information

Administration, 2018).

1190 páıses más la Unión Europea.
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1.2.2. La Generación Fotovoltaica

De entre las fuentes renovables disponibles, la generación PV y la generación eólica se han convertido en las

más populares en las últimas décadas, en gran medida a su facilidad de escalamiento (Solar Power Europe, 2021).

La capacidad de generación PV instalada durante el 2020 corresponde al 39% de la capacidad total instalada

en este año (incluyendo fuentes renovables y no renovables), mientras que el 33% corresponde a la generación

eólica (International Energy Agency, 2020). No obstante, la construcción y operación de plantas eólicas impacta en

mayor medida a la flora y fauna locales. Respecto a la fauna, la instalación de aerogeneradores afecta principalmente

a aves y murciélagos, obstaculizando su movimiento e incluso provocando colisiones fatales (Bellebaum et al., 2013;

May et al., 2021). Respecto a la flora, un estudio reciente señala que las vibraciones producidas por la operación de

las turbinas eólicas puede reducir la población de lombrices en el área, las cuales participan en procesos importantes

como la filtración del agua y el reciclado de nutrientes, lo que a su vez afecta el desarrollo de la vegetación (Velilla

et al., 2021).

Además de un menor impacto ambiental, la generación PV tiene otras ventajas respecto a la generación eólica

y demás fuentes renovables de generación:

1. El recurso solar está disponible prácticamente en cualquier parte del planeta.

2. Los sistemas PV no tienen componentes móviles, por lo que no producen ruido (Rabaia et al., 2021).

3. Los costos relacionados con la operación y mantenimiento de los sistemas PV son mucho menores que el de

las turbinas eólicas (Chang & Starcher, 2019).

4. El costo de los sistemas de generación PV disminuye continuamente. Desde el año 2018 es la fuente de

producción de enerǵıa eléctrica más barata, incluso por debajo de la generación eólica (Solar Power Europe,

2021).

5. La enerǵıa solar abarca un amplio espectro de aplicación en los sistemas de potencia, desde sistemas resi-

denciales hasta sistemas de producción a gran escala, incluidas aplicaciones de recolección de enerǵıa (energy

harvesting) (Imran et al., 2020), sistemas aislados (i.e., no conectados a la red de suministro) para electrifica-

ción rural (Stojanovski et al., 2017), e incluso aplicaciones en veh́ıculos eléctricos (Mathijsen, 2021).

6. El tiempo de recuperación de enerǵıa2 de los sistemas PV es de 13 meses en promedio (Fthenakis & Leccisi,

2021), mientras que el de los sistemas eólicos es de 18 meses (Gao et al., 2019).

7. Los sistemas de generación PV pueden planearse e implementarse con mayor rapidez que los otros sistemas

de generación (Barrueto Guzmán et al., 2018).

2Definido como el tiempo en el que un sistema genera la misma cantidad de enerǵıa que fue utilizada para su producción.
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Estas caracteŕısticas han convertido a la generación PV en la alternativa más amigable con el ambiente, lo

que la ha posicionado como la fuente de generación con más rápido crecimiento en los últimos años (Levenda

et al., 2021). De hecho, en el año 2010, el aporte de la generación PV respecto a la enerǵıa mundial generada por

fuentes renovables fue prácticamente 0%; mientras que en 2020, la generación PV aportó el 12% del total de la

enerǵıa renovable, y se espera que para el año 2050, la generación PV aporte el 50% de enerǵıa entre las fuentes

renovables (U.S. Energy Information Administration, 2018, 2019). Si bien las estad́ısticas de la generación PV entre

las fuentes renovables son alentadoras, la comparación con la generación mundial neta es poco más que desoladora:

en el año 2020, la aportación de la generación PV a la demanda mundial fue del 3.1% (Solar Power Europe, 2021).

Esto destaca la importancia de continuar con la expansión de los sistemas PV y perfeccionar continuamente su

operación.

1.2.3. La Tarea de MPPT

La modesta contribución de la generación PV a la demanda mundial se debe, en gran proporción, a la baja

eficiencia de conversión de potencia (PCE, Power Conversion Efficiency) solar a eléctrica de la tecnoloǵıa existente.

En la actualidad, alrededor del 90% de los sistemas PV instalados están fabricados de silicio (Raza & Ahmad, 2022;

Sutherland, 2020). Este semiconductor presenta una PCE promedio de entre el 20% y el 22% (Ciulla et al., 2014;

Rühle, 2016), y máxima de 25% en prototipos de laboratorio (Kato et al., 2019). Aunque algunos estudios muestran

que otros materiales semiconductores (e.g., perovskita y arseniuro de galio) permiten alcanzar eficiencias de entre el

32% (Essig et al., 2017) y el 39% (France et al., 2022), el costo asociado con su producción es mayor con respecto

al costo de producción del silicio; lo cual no es económicamente viable para uso comercial, por lo que estas nuevas

tecnoloǵıas PV se destinan únicamente a aplicaciones aéreas y espaciales.

Otras estrategias propuestas para aumentar la PCE de las celdas PV han sido estudiadas en años recientes,

tales como la adición de compuestos sobre la superficie de los paneles, con el objetivo de optimizar la absorción de

la enerǵıa solar útil (Kim et al., 2022); la instalación de superficies reflectantes en la parte posterior de los paneles,

para permitir que los fotones permanezcan más tiempo dentro de las celdas, al mismo tiempo que disipan el calor

de los paneles (Ahmed et al., 2021); la implementación de colectores solares, con el objetivo de concentrar la enerǵıa

solar difusa (Paul & Smyth, 2020); el montaje de seguidores solares, los cuales ajustan la inclinación de los paneles

de tal forma que la luz incidente sea siempre perpendicular (Fernández-Ahumada et al., 2020). Sin embargo, todas

estas requieren realizar alguna modificación f́ısica al sistema, lo cual puede resultar poco apropiado para algunas

aplicaciones.

Por lo tanto, el desaf́ıo inmediato a resolver es, maximizar la cantidad de enerǵıa generada por los sistemas PV

ya implementados, independientemente del material con el que estén fabricados y de las caracteŕısticas adicionales

que posean. Aśı, se favoreceŕıa tanto a los sistemas actuales, como a los sistemas en v́ıas de ser instalados. En este

sentido, la solución consiste en optimizar las técnicas de control utilizadas en ellos.
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Los sistemas PV exhiben un único punto de operación (i.e., voltaje y corriente en terminales del sistema)

en el cual transfieren la máxima cantidad de potencia a la carga. Este punto, conocido como punto de máxima

potencia (MPP,Maximum Power Point), depende de las condiciones ambientales en cada momento, particularmente

de la irradiancia solar y la temperatura. Operar el sistema de manera continua en el MPP es una labor desafiante,

ya que las condiciones ambientales cambian constante e imprevisiblemente a lo largo del d́ıa, por lo que el algoritmo

de control debe ajustar repetidamente el voltaje del sistema PV para cambiar su punto de operación. Esta tarea, la

cual recibe el nombre de seguimiento del punto de máxima potencia (MPPT, Maximum Power Point Tracking), es

uno de los temas de investigación más populares hoy en d́ıa (Karami et al., 2017), dado que el desarrollo de nuevas

estrategias de control que eleven la eficiencia del MPPT, incrementando su velocidad de respuesta y mejorando

la exactitud de las acciones de control, es una forma directa de optimizar la generación fotovoltaica (Harrag &

Messalti, 2019).

Aunado a la variabilidad de las condiciones ambientales, un fenómeno que dificulta aún más la tarea de MPPT es

el denominado sombreado parcial (PS, Partial Shading). Este fenómeno es producido por la proyección de sombras

en el sistema PV a causa de nubes, árboles, edificios y otras estructuras que impiden el paso directo de la luz solar.

En circunstancias de PS, el sistema PV exhibe múltiples MPP para cada condición ambiental, en lugar del habitual

MPP único, donde solo uno de ellos corresponde con el punto de máxima potencia global (GMPP, Global Maximum

Power Point) (Mohapatra et al., 2017). Dada la complejidad de la tarea de seguimiento del punto de máxima

potencia global (GMPPT, Global Maximum Power Point Tracking) en condiciones de PS, muchos algoritmos son

incapaces de ubicarlo correctamente. Se estima que el fenómeno de PS provoca una pérdida de enerǵıa anual cercana

al 10%, al margen del efecto de la atenuación de la irradiancia solar directa; es decir, por incapacidad del algoritmo

MPPT/GMPPT de ubicar el GMPP (Hanson et al., 2014).

Debido a la importancia y complejidad de la tarea del MPPT, numerosos estudios se han realizado en los últimos

años, y una gran cantidad de técnicas MPPT/GMPPT han sido propuestas. Estas técnicas pueden agruparse en

tres diferentes categoŕıas: técnicas clásicas, técnicas de inteligencia artificial (AI, Artificial Intelligence), y técnicas

metaheuŕısticas de optimización (MHO, Meta Heuristic Optimization) (Bollipo et al., 2020). Dichas técnicas pueden

presentar una o varias de las siguientes desventajas: oscilación en estado estable, velocidad lenta de seguimiento,

dificultad de implementación, cantidad de sensores necesarios, tiempos extensos de ejecución, restricción de las

condiciones de operación, incapacidad de ubicar el GMPP (Motahhir et al., 2020). Las caracteŕısticas de cada una

de ellas pueden hacer que resulten más adecuadas, o menos, para una aplicación determinada.

No obstante, las técnicas de AI, especialmente las basadas en DRL han mostrado un desempeño superior al

resto, mitigando a la vez las pérdidas por PS (Zhang et al., 2019), por lo que en este trabajo se exploran las áreas

de oportunidad en dichas técnicas.
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1.2.4. Inteligencia Artificial: Aprendizaje Profundo y por Refuerzo

La AI fue descrita por primera vez en 1950 por Alan Turing como “el uso de computadoras para simular el

comportamiento inteligente y el pensamiento cŕıtico” (Ramesh et al., 2004), aunque el término fue acuñado hasta

1956 por John McCarthy, quien describió la AI como “la ciencia de fabricar máquinas inteligentes” (Amisha et al.,

2019). Si bien la AI comenzó como un conjunto de reglas Si – Entonces, durante las últimas décadas se han

desarrollado algoritmos complejos que se desempeñan al nivel de un cerebro humano (Kaul et al., 2020; Luchini

et al., 2022).

En este sentido, los avances en el área del Aprendizaje Profundo (DL, Deep Learning), un subconjunto de la

AI, ha permitido alcanzar desempeños sobresalientes en distintos sectores como el de la visión computacional,

especialmente para clasificación (Krizhevsky et al., 2012) y generación de imágenes (Goodfellow et al., 2014); y el

sector del procesamiento de lenguaje natural, en aplicaciones como análisis de sentimientos (Young et al., 2018),

generación de secuencias de texto (Lopez & Kalita, 2017), y reconocimiento del habla (Graves et al., 2013).

Por su parte, en el área de Aprendizaje por Refuerzo (RL, Reinforcement Learning) se han propuesto soluciones a

problemas como predicción de series de tiempo y análisis de mercado (Mosavi et al., 2020), en economı́a; aprendizaje

autónomo del juego de tenis de mesa por un brazo robótico simulado, en robótica (Peters et al., 2010); y control

de un péndulo invertido, en el área de control automático (Deisenroth & Rasmussen, 2011). No obstante, estos

algoritmos requieren modelos matemáticos complejos, de ah́ı que RL estuvo confinado al área de la investigación

desde su surgimiento en 1960 (Sutton & Barto, 2018).

A partir del año 2015, la combinación de las áreas de DL y RL permitieron crear un nuevo paradigma dentro del

área de AI: el aprendizaje profundo por refuerzo (François-Lavet et al., 2018). Los logros obtenidos en DRL van desde

un desempeño sobre-humano en videojuegos (Mnih et al., 2015; Raiman et al., 2019) y el juego de mesa Go (Silver

et al., 2016, 2017), hasta la conducción autónoma de automóviles (Bojarski et al., 2016) y cuadricópteros (Giusti

et al., 2016). Estos importantes avances han atráıdo gran cantidad de atención, lo que ha fomentado su desarrollo y

adopción en distintas áreas, particularmente en el área de control y el área de la robótica (Henderson et al., 2018).

El objetivo de los algoritmos de RL/DRL es habilitar a un agente (i.e., controlador) para realizar de manera

óptima (o cuasi-óptima) alguna tarea mediante la continua interacción con el entorno (i.e., sistema). Los algoritmos

RL utilizan solamente entradas sensoriales, denominadas estado, y una señal de retroalimentación escalar que evalúa

su desempeño, denominada recompensa. Estos algoritmos no requieren el conocimiento de un modelo del sistema,

lo cual les brinda una ventaja considerable frente a otras técnicas de control basadas en el conocimiento detallado

del modelo matemático (Kiumarsi et al., 2018). Los algoritmos RL/DRL presentan un desempeño similar al de

técnicas de control óptimo como el Regulador Cuadrático Lineal (LQR) (Rizvi & Lin, 2020) y Modelo de Control

Predictivo (MPC) (Ernst et al., 2009; Lin et al., 2021b).

No obstante, los métodos de RL/DRL se basan exclusivamente en la experiencia recopilada por el agente al

interactuar con el entorno. En la fase inicial del aprendizaje, las interacciones tienen como finalidad explorar
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ampliamente el espacio de estado (i.e., puntos de operación del sistema) con el objetivo de distinguir las acciones

óptimas de las sub-óptimas. En esta fase, denominada fase de exploración, el desempeño del controlador es deficiente

debido a que la finalidad es obtener el mayor conocimiento posible del sistema, por lo que las acciones elegidas no

necesariamente son las óptimas. Este problema ha sido ampliamente estudiado, y en la actualidad es considerado

un problema abierto (Yang et al., 2021).

Una de las soluciones propuestas para minimizar la pérdida de rendimiento en la fase de exploración es la

inclusión de demostraciones en el proceso de entrenamiento del agente (Vecerik et al., 2018). Estas demostraciones

se obtienen previamente, al observar el comportamiento de otro agente, denominado agente experto, en el mismo

entorno. Una premisa importante en este paradigma es el desempeño del agente experto, el cual se considera tiene un

comportamiento cercano al óptimo (Nair et al., 2018). En este sentido, se explora la incorporación de demostraciones

de un algoritmo MPPT Perturba y Observa (P&O, Perturb and Observe) al proceso de entrenamiento de una técnica

MPPT basada en DRL, con el objetivo de mejorar el desempeño del agente en la fase de exploración.

1.2.5. Trabajos Relacionados

Con el propósito de introducir primeramente los conceptos y definiciones relacionados con el área del Aprendizaje

por Refuerzo y el Aprendizaje Profundo por Refuerzo, los trabajos relacionados con esta tesis se detallan en la

Sección 4.2, en conjunto con la descripción del caso de estudio.

1.3. Objetivo

Desarrollar un método de seguimiento del punto global de máxima potencia bajo condiciones de sombreado

parcial, basado en el paradigma de Aprendizaje Profundo por Refuerzo, que se beneficie del desempeño de otras

técnicas de seguimiento, con la finalidad de acelerar la convergencia durante el aprendizaje y mejorar el desempeño

en la fase de prueba.

1.4. Hipótesis

El desarrollo de esta tesis está basado en la siguiente hipótesis: la inclusión de demostraciones sub-óptimas,

provenientes de un algoritmo MPPT P&O convencional, en el entrenamiento de un algoritmo GMPPT basado en

DRL mejoran su eficiencia de seguimiento.

1.5. Metodoloǵıa

El enfoque de esta tesis es experimental (mediante simulación) y se desarrolla con base en la siguiente metodo-

loǵıa:
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Identificación del problema: los sistemas fotovoltaicos presentan una baja eficiencia de generación en

condiciones de sombreado parcial por lo que se busca desarrollar nuevas estrategias de control que permitan

mejorar su desempeño en estas condiciones. Recientemente, el Aprendizaje por Refuerzo ha mostrado avances

significativos en el área de control, por esta razón se investiga su aplicación en el área de sistemas PV.

Revisión bibliográfica del estado del arte: se realizó una extensa revisión de las técnicas MPPT y de

los algoritmos DRL más novedosos para identificar una contribución que pueda expandir el estado del arte en

dichas áreas.

Formulación de la hipótesis: una vez detectada el área de oportunidad, se formuló la hipótesis de la

investigación.

Establecimiento del objetivo: se establece el problema a resolver para delimitar el alcance de la tesis.

Estudio del modelado de sistemas PV: se realiza una revisión de los modelos fotovoltaicos y sus carac-

teŕısticas de operación bajo condiciones uniformes de irradiancia y de sombreado parcial.

Implementación de los algoritmos DRL: para la implementación de los algoritmos se elige el lenguaje

de programación Python, utilizando la biblioteca de aprendizaje automático PyTorch.

Diseño e implementación del caso de estudio: el sistema PV estudiado se implementa en MATLA-

B/Simulink, debido a la gran relevancia y aceptación que este software tiene en la comunidad cient́ıfica,

especialmente en el área de control. En esta etapa también se desarrolla la interfaz de comunicación con

Python, donde se ejecuta el algoritmo de aprendizaje.

Ejecución de los experimentos y recopilación de los datos: debido a la naturaleza estocástica del

entrenamiento de los algoritmos de aprendizaje por refuerzo, es necesario ejecutar varios experimentos inde-

pendientes, de tal manera que los resultados sean estad́ısticamente significativos. Durante cada experimento

se recolecta la eficiencia de seguimiento a lo largo del d́ıa. Para comparar distintos algoritmos de MPPT se

utilizan las mismas condiciones ambientales, es decir, los algoritmos se prueban en igualdad de condiciones.

Análisis de los resultados: se realiza un análisis estad́ıstico de los datos recolectados, utilizando la media

aritmética y la desviación estándar de la eficiencia de seguimiento de cada algoritmo MPPT a lo largo de un

d́ıa.

1.6. Contribuciones Cient́ıficas

La principal contribución cient́ıfica de esta tesis es la formulación de un algoritmo DRL que integra un conjunto

de demostraciones sub-óptimas (i.e., las demostraciones contienen errores) en el entrenamiento de un algoritmo de
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Gradiente de Poĺıtica Determinista Profunda con Retraso Gemelo (TD3, Twin-Delayed Deep Deterministic Policy

Gradient). El objetivo de incluir las demostraciones es guiar el proceso de entrenamiento para explorar más efi-

cientemente el espacio de estado del sistema, lo que permite al algoritmo una mayor capacidad de generalización

una vez terminado el entrenamiento, y por tanto, logrando un mejor desempeño en la tarea propuesta. Para li-

mitar el aprendizaje de comportamientos sub-óptimos, heredados de las demostraciones sub-óptimas, el algoritmo

implementa un filtro de acción, el cual discrimina las demostraciones, utilizando únicamente aquellas que considere

beneficiosas de acuerdo a la tarea establecida, y desechando las que muestren un comportamiento errático. Esta

configuración novedosa se ha denominado algoritmo de Gradiente de Poĺıtica Determinista Profunda con Retraso

Gemelo y Demostraciones (TD4, Twin-Delayed Deep Deterministic Policy Gradient with Demonstrations).

Para comprobar la capacidad de aprendizaje de el algoritmo TD4 propuesto, se ha diseñado un caso de estudio

donde se resuelve la tarea de GMPPT en un sistema PV. En la configuración propuesta, las demostraciones sub-

óptimas son proporcionadas por un algoritmo MPPT P&O, el cual es conocido por no tener un buen desempeño

en tareas de GMPPT en condiciones de sombreado parcial. La simulación del sistema PV y del algoritmo TD4

se realiza utilizando conjuntamente MATLAB/SIMULINK y Python/PyTorch, respectivamente. Nuevamente, en

la literatura, este modo de simulación en conjunto no ha sido estudiado, por lo que esta tesis puede abrir una

v́ıa prometedora para futuros desarrollos no solo en el área de MPPT, sino en la simulación y control de sistemas

dinámicos complejos.

1.6.1. Publicaciones derivadas

Los trabajos publicados en revistas cient́ıficas y congresos internacionales que contribuyeron al desarrollo de esta

tesis se enlistan a continuación:

Cortés, B., Sánchez, R. T., & Flores, J. J. (2020). Characterization of a Polycrystalline Photovoltaic Cell

Using Artificial Neural Networks. Solar Energy, 196, 157-167.

Cortés, B., Tapia, R., & Flores, J. J. (2021). System-Independent Irradiance Sensorless ANN-Based MPPT

for Photovoltaic Systems in Electric Vehicles. Energies, 14(16), 4820.

Cortés, B., Tapia, R., & Flores, J. J. (2021, November). A Behavioral Cloning based MPPT for Photovoltaic

Systems: Learning Through P&O Demonstrations. In 2021 IEEE International Autumn Meeting on Power,

Electronics and Computing (ROPEC) (Vol. 5, pp. 1-6). IEEE.

1.7. Esquema general

La tesis está organizada en cinco caṕıtulos cuyo contenido se describe brevemente a continuación.
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Caṕıtulo 1

Este caṕıtulo introductorio presenta una descripción general de los antecedentes, aśı como la motivación y los

objetivos de esta tesis. Se presenta una breve introducción a la tecnoloǵıa PV, su historia y cómo el aumento de las

emisiones de GHG han hecho que los sistemas PV se hayan establecido como la principal fuente de enerǵıa renovable

en la actualidad. Además, este caṕıtulo describe la evolución de los sistemas de AI y detalla sus principales hallazgos.

Caṕıtulo 2

El Caṕıtulo 2 expone el modelo matemático utilizado para la simulación de los sistemas PV, y se detallan sus

principales componentes, tales como el convertidor electrónico de potencia DC-DC y los arreglos de celdas PV.

Además, en este caṕıtulo, se analiza el efecto de la irradiancia solar y la temperatura en las caracteŕısticas eléctricas

de los sistemas PV, y se explica la tarea de MPPT en condiciones de irradiancia solar uniforme y PS.

Caṕıtulo 3

El Caṕıtulo 3 describe los conceptos básicos en el paradigma de RL/DRL, tales como el agente, la recompensa

y el entorno. Además, en este caṕıtulo, se describen brevemente los tipos de algoritmos de RL y los componentes

del paradigma de DRL. Finalmente, se detalla el algoritmo TD4 propuesto.

Caṕıtulo 4

El Caṕıtulo 4 plantea la problemática a resolver en el caso de estudio, un sistema PV compuesto por cuatro

módulos PV y un convertidor tipo boost, el cual se implementa en MATLAB/Simulink. Adicionalmente, este

caṕıtulo, describe la implementación virtual del algoritmo TD4; y finalmente, se verifica la eficacia de esta técnica

GMPPT mediante una serie de simulaciones, y es comparada otras técnicas MPPT/GMPPT.

Caṕıtulo 5

El Caṕıtulo 5 presenta las conclusiones de la tesis y los trabajos futuros que pueden derivarse de ésta.
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Caṕıtulo 2

Sistemas Fotovoltaicos

En este caṕıtulo se explica la importancia de la generación fotovoltaica en la actualidad y se discute la relevancia

de su desarrollo. Respecto a los sistemas PV, se detalla el modelo matemático de la celda fotovoltaica y se analizan

los efectos de la irradiancia solar y la temperatura en sus caracteŕısticas eléctricas. Finalmente, se explica el fenómeno

de PS y se justifica la necesidad de incorporar un convertidor electrónico DC-DC para realizar la tarea de MPPT.

2.1. Introducción

Se denomina generación PV a la transformación de la enerǵıa solar a enerǵıa eléctrica mediante dispositivos

semiconductores. La relevancia de este tipo de generación radica en que la enerǵıa solar es el recurso renovable

más abundante sobre la superficie del planeta (Mirza et al., 2020). Se estima que la cantidad de enerǵıa solar que

impacta la superficie del planeta en una hora es mayor que la cantidad de enerǵıa total consumida en el mundo

durante el periodo de un año (Dupont et al., 2020). No obstante, al considerar restricciones como la disponibilidad

de suelo y la eficiencia de los sistemas de conversión y transmisión de enerǵıa, es evidente que solo una fracción de

la enerǵıa solar puede ser transformada para su uso (Dupont et al., 2020). A pesar de esto, la generación PV tiene

el potencial de exceder la demanda actual de enerǵıa eléctrica hasta doce veces, de ah́ı que sea la fuente renovable

con mayor crecimiento en los últimos años (Perez & Perez, 2022).

Otras ventajas que presentan los sistemas PV son: facilidad de instalación y escalamiento, mantenimiento in-

frecuente y poco costoso, nula producción de ruido y desechos en el proceso de transformación de la enerǵıa, y, en

los últimos años, su costo se ha reducido considerablemente (Kannan & Vakeesan, 2016). Estas caracteŕısticas han

permitido su adopción en una amplia variedad de sectores, tales como el de la generación (Vartiainen et al., 2020),

el industrial (Adesanya & Schelly, 2019), el residencial (Arcos-Vargas et al., 2018), el comercial (Mbungu et al.,

2020), y recientemente, el sector del transporte (An, 2021). En consecuencia, la capacidad mundial acumulada de

generación fotovoltaica aumentó 17 veces, de 40 GW en 2010, a 707 GW en 2020 (Ritchie et al., 2020), y se prevé
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que se agreguen en promedio 444 GW/año hacia el año 2050 (BP, 2021).

La incipiente irrupción de la generación PV en el mercado eléctrico también se ve reflejada en la comunidad

cient́ıfica, ya que de los más de 48,000 estudios publicados desde comienzos del siglo XX sobre generación PV,

el 50% se realizó entre los años 2015 y 2020 (Reyes-Belmonte, 2021). No obstante, al margen de los pronósticos

optimistas y alto nivel de aceptación social, la generación PV aún enfrenta desaf́ıos importantes, como la baja PCE

de las celdas fotovoltaicas, la incertidumbre en la disponibilidad de generación, las pérdidas por la exposición a

patrones no uniformes de irradiancia, y el desajuste de impedancias entre la fuente y la carga. Estos dos últimos,

conocidos también como condición de PS y tarea de MPPT, respectivamente, son tratados en esta tesis.

2.2. Clasificación de las tecnoloǵıas fotovoltaicas

Los sistemas PV están compuestos, entre otros elementos, por arreglos de celdas fotovoltaicas. Según su tipo

de material, las celdas PV se pueden agrupar en tres categoŕıas: silicio, compuestos de semiconductores, y mate-

riales emergentes (Ibn-Mohammed et al., 2017). La Fig. 2.1 muestra a detalle la clasificación general de las celdas

fotovoltaicas por material.

Celdas Fotovoltaicas

Silicio
Compuestos de
semiconductores

Materiales
emergentes

Cristalino
Amorfo
(a-Si)

Monocristalino
(m-Si)

Policristalino
(p-Si)

Arseniuro de Galio
(GaAs)

Diselinuro de Cobre,
Indio y Galio

(CIGS)

Otros

Tinte sensibilizado

Perovskita

Orgánicos

Figura 2.1: Clasificación de las celdas fotovoltaicas por material. Se destaca el silicio policristalino, cuyo modelo se
utiliza en esta tesis.

A pesar de la gran cantidad de estudios recientes sobre nuevas tecnoloǵıas y materiales, los paneles de silicio gozan

de una gran popularidad en el mercado. Hasta el año 2017, la cuota de mercado abarcada por módulos fotovoltaicos

de silicio cristalino (c-Si) ascend́ıa a 95% (Sinke, 2019), y en el 2020 era de alrededor del 90% (Sutherland, 2020).

Este dominio en el mercado se debe principalmente a su relación costo-beneficio, ya que el tiempo de recuperación

de la inversión económica es de 6 años, mientras que la vida útil promedio de los paneles es de 25 años; es decir, un

sistema PV de silicio puede ser redituable económica y energéticamente hasta por 19 años (Broughton et al., 2022;

Nikolic et al., 2022; Rauf et al., 2021).
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Asimismo, las celdas fotovoltaicas c-Si se clasifican en dos grupos: celdas de silicio monocristalino (m-Si) y

celdas de silicio policristalino (p-Si). Mientras las celdas de m-Si tienen mayor PCE que las celdas de p-Si, siendo

26% el de las primeras y 20% el de las últimas (Ciulla et al., 2014), la relación costo-beneficio a largo plazo en

ambas es similar (Obeng et al., 2020), con una mejor tendencia hacia el lado de las celdas p-Si por su menor costo

inicial (Ameur et al., 2020). Esto coincide con el hecho de que la cuota de mercado ocupada por las celdas p-Si es

del 62% (Sofia et al., 2020). Considerando la popularidad del silicio policristalino, esta tesis se enfoca en sistemas

PV compuestos por estas celdas.

2.3. Modelado

El modelo matemático de la celda PV utilizado en esta tesis es el denominado modelo de diodo único, el cual

ha sido ampliamente estudiado y ofrece un buen compromiso entre simplicidad y exactitud (Messalti et al., 2015;

Rhouma et al., 2017; Sera et al., 2007). Este modelo integra una fuente de corriente, un diodo y dos resistencias,

como se muestra en la Fig. 2.2. Como se mencionó anteriormente, las celdas PV están compuestas por un material

semiconductor al igual que los diodos, por lo que en condiciones ideales, una fuente de corriente y un diodo son

eléctricamente equivalentes a una celda PV (Sarkar, 2016). Estos dos elementos simulan la capacidad de absorción

de radiación solar de la celda, mientras que los resistores consideran las pérdidas energéticas relacionadas con su

fabricación y operación. Espećıficamente, la resistencia en paralelo modela la corriente de fuga debido a impurezas

en el material, en tanto que la resistencia en serie representa las pérdidas internas debidas al flujo de corriente y a

los cables de conexión (Villalva et al., 2009).

Iph

Id

Rp

Ip

Rs I

+

−

V

Figura 2.2: Diagrama esquemático del modelo de diodo único de la celda fotovoltaica.

La corriente generada por la celda puede ser determinada directamente de la Fig. 2.2, como:

I = Iph − Id − Ip, (2.1)

donde Iph es la corriente total generada debido al efecto fotovoltaico, Id está determinada por la ecuación Shockley

del diodo, e Ip es la corriente que fluye a través de Rp.

Al sustituir los dos últimos términos en la Ec. (2.1) por sus valores correspondientes, se obtiene la ecuación del
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modelo de diodo único de la celda fotovoltaica, expresada como:

I = Iph − I0
[
exp

(
V + IRs

AkBT/q

)
− 1

]
− V + IRs

Rp
, (2.2)

donde V es el voltaje en terminales de la celda, I0 es la corriente de saturación inversa del diodo, A es una constante

que expresa la idealidad del diodo, T es la temperatura del semiconductor (en kelvin), kB es la constante de

Boltzmann (≈ 1.38064852× 10−23 J/K), y q es la carga del electrón (≈ 1.60217662× 10−19 C).

Las celdas PV pueden agruparse para conformar arreglos (o paneles). Las celdas conectadas en serie proporcionan

un voltaje de salida mayor, mientras que las celdas conectadas en paralelo suministran una mayor corriente. De

esta manera, el modelo matemático que rige el comportamiento de un sistema PV compuesto es (Gow & Manning,

1999):

I = Np

{
Iph − I0

[
exp

(
V Np + IRsNs

NsNpAkBT/q

)
− 1

]
− V Np + IRsNs

NsNpRp

}
, (2.3)

donde Np es el número de arreglos en paralelo de Ns celdas conectadas en serie.

Por otro lado, la irradiancia solar y la temperatura son dos condiciones ambientales que afectan las condiciones

de operación en un sistema PV. El modelo matemático que describe la influencia de la irradiancia solar y la

temperatura en la corriente foto-generada Iph se describe como (Duffie et al., 2013):

Iph = [Iph,ref + µI (T − Tref)]
G

Gref
, (2.4)

donde G es la irradiancia solar incidente sobre la superficie de la celda, Gref es la irradiancia de referencia (general-

mente 1,000 W/m2), Iph,ref es la corriente foto-generada de referencia, µI es el coeficiente de corriente/temperatura,

T es la temperatura de la celda, y Tref es la temperatura de referencia (generalmente 298.15 K).

Similarmente, la influencia de la temperatura en la corriente de saturación inversa I0 es (Messenger & Ventre,

2004):

I0 = I0,ref

(
T

Tref

)3

exp

[
qEg

AkB

(
1

Tref
− 1

T

)]
, (2.5)

donde I0,ref es la corriente de saturación inversa nominal del diodo, y Eg es la enerǵıa de la banda prohibida del

semiconductor (1.2 eV para el silicio). Note que la irradiancia no influye en la corriente de saturación.

Finalmente, es importante aclarar que la temperatura de la celda no es igual a la temperatura ambiente. No

obstante, es posible aproximar la temperatura de la celda a partir de la irradiancia solar y la temperatura ambiente.

Esto es especialmente útil cuando se desea obtener la respuesta del sistema ante condiciones ambientales reales, ya

que no resulta práctico ni sencillo obtener mediciones de la temperatura de las celdas, mientras que la temperatura

ambiente se puede registrar con extrema facilidad. Aśı, la temperatura de la celda se puede estimar como (Messenger
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& Ventre, 2004):

T = Ta +

(
NOCT− 293.15

800

)
G, (2.6)

donde Ta es la temperatura ambiente (K), y NOCT es la temperatura nominal de operación de la celda (318.15 K,

generalmente).

Aśı, las Ec. (2.3)–(2.6) determinan por completo el comportamiento de un sistema PV a partir de sus condiciones

ambientales. En la siguiente sección se describe cómo se determina el punto de operación respecto a sus caracteŕısticas

eléctricas y a la carga conectada.

2.4. Dinámica de un Sistema PV

La zona de operación (i.e., curva I–V) de un sistema PV es caracterizada por una representación no lineal de

la corriente en función del voltaje, con temperatura e irradiancia solar constantes. Existen distintos procedimientos

para obtener la curva I–V de un sistema PV, algunos se basan en el uso de cargas electrónicas variables, resistencias

de carga variables, convertidores electrónicos de potencia, entre otros (Vega et al., 2019). Aún aśı, todos los métodos

se basan en el mismo principio: sensar la magnitud de la corriente al variar el voltaje del sistema desde la condición

de cortocircuito hasta la condición de circuito abierto (Zhu & Xiao, 2020).

Considere el sistema PV mostrado en la Fig. 2.3, compuesto por un arreglo PV y una resistencia de carga

variable. Los parámetros de este sistema se muestran en la Tabla 2.1.

ipv

RL

+

−

vo

+

−

vpv
Arreglo

PV

Figura 2.3: Sistema PV simple.

Note que las Ec. (2.3)-(2.6) están en función de parámetros distintos a los mostrados en la Tabla 2.1. Estos

últimos son medidos experimentalmente y proporcionados por el fabricante. Antes de realizar la simulación, es

necesario obtener los parámetros requeridos por las ecuaciones, lo que se conoce como estimación paramétrica. En

esta tesis se utilizó el método de estimación paramétrica desarrollado por Cortés et al. (2020).

La curva I–V de este sistema se obtiene al incrementar el valor de la resistencia de carga RL, desde la resistencia

mı́nima hasta su valor máximo. No obstante, la curva I–V depende de las condiciones ambientales; es decir, existe

una curva única para cada par de condiciones de irradiancia solar y temperatura. La Fig. 2.4(a) muestra cinco

condiciones ambientales diferentes y la curva I–V asociada con cada una de ellas. Se observa que la irradiancia
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Figura 2.4: Curvas caracteŕısticas del sistema PV mostrado en la Fig. 2.3, en diferentes condiciones ambientales.
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Tabla 2.1: Descripción de los parámetros asociados al sistema PV en la Fig. 2.3.

Parámetro Valor

Pmax 200 W
Vmpp 26.3 V

Arreglo PV Impp 7.61 A
Kyocera Voc 32.9 V
KC200GT Isc 8.21 A

Ns 54

Carga RL 80 Ω

influye notablemente en la corriente de salida, una mayor cantidad de irradiancia produce una mayor cantidad de

corriente; mientras que el efecto de la temperatura en la corriente es despreciable. Por otra parte, tanto la irradiancia

como la temperatura exhiben un impacto en el voltaje de circuito abierto (i.e., el voltaje cuando no hay flujo de

corriente): a mayor temperatura, el voltaje es menor; mientras que una irradiancia mayor, produce un mayor voltaje.

De manera similar, la curva P–V expresa gráficamente la relación entre la potencia producida y el voltaje del

sistema, como lo muestra la Fig. Fig. 2.4(b). Los puntos indicados con un ćırculo sólido señalan el MPP de cada

curva. Evidentemente, existe un único punto de operación donde la potencia generada es máxima. La tarea de

localizar este voltaje y llevar al sistema a este punto de operación es lo que se conoce como MPPT.

2.5. Convertidor DC-DC

El punto de operación de un sistema PV delimita la cantidad de enerǵıa generada en ese instante, y se define

como la intersección entre la curva I–V y la curva de carga, como se muestra en la Fig. 2.5(a). Las curvas I–V

corresponden al sistema de la Fig. 2.3 en dos condiciones ambientales distintas, y las curvas de carga corresponden

a dos valores diferentes de resistencia. Cuando el sistema trabaja en la zona de operación definida por la Curva 1,

el punto de operación coincide con el MPP si la resistencia en la carga es R1; mientras que con la resistencia R2, el

punto de operación del sistema es OP1. La Fig. 2.5(b) muestra ambos puntos de operación en la curva P–V, donde

se observa que la Curva 1 genera alrededor de 160 W con la carga R1, y 120 W con la carga R2, esta diferencia

se denota como ∆P1. Similarmente, cuando el sistema PV está en la zona de operación definida por la Curva 2, el

MPP se alcanza cuando la resistencia en la carga es equivalente a R2.

Una forma alternativa de explicar la tarea del MPPT es la siguiente: considere que el sistema está trabajando

en el punto MPP1 mostrado en la Fig. 2.5(a), es decir, la irradiancia solar incidente sobre el sistema es de 800

W/m2 y la resistencia en la carga tiene un valor de 4.43 Ω. A continuación, la irradiancia solar disminuye a 500

W/m2 por algún fenómeno atmosférico determinado. En estas condiciones, el punto de operación se moveŕıa sobre

la pendiente de resistencia de 4.43 Ω hacia la Curva 2, es decir, el sistema operaŕıa en el punto OP2, con un déficit

de producción de potencia de ∆P2, como se observa en la Fig. 2.5(b). En otras palabras, existe un único valor de
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Figura 2.5: Curvas I–V y P–V de un sistema fotovoltaico con una carga resistiva constante.
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resistencia en la carga para la cual el sistema PV produce la máxima potencia para las condiciones ambientales

especificadas. De acuerdo con el teorema de máxima transferencia de potencia, la potencia suministrada a la carga

es máxima cuando la impedancia interna de la fuente es igual a la resistencia en la carga (Vieira & Mota, 2010).

Matemáticamente, la máxima transferencia de potencia ocurre cuando se tiene una resistencia en la carga tal que:

RL,mpp =
Vmpp

Impp
(2.7)

donde Vmpp e Impp son los valores de voltaje y corriente que producen el MPP para las condiciones ambientales

actuales.

Por tanto, la tarea del MPPT consiste en determinar el valor de resistencia en la carga de tal manera que coincida

con la impedancia interna equivalente del arreglo PV en el MPP. No obstante, la impedancia de la carga raramente

está bajo el control del usuario, por lo que se utiliza un convertidor electrónico de potencia DC-DC como una interfaz

entre ambas impedancias, como se muestra en la Fig. 2.6. La función del convertidor es modificar la resistencia

aparente en la carga (i.e., la resistencia vista por el arreglo PV) de tal manera que coincida con RL,mpp, descrita en

la Ec. (2.7). Entre las diferentes topoloǵıas, el convertidor DC-DC tipo boost presenta las mejores caracteŕısticas

en eficiencia de conversión, regulación de voltaje, facilidad de implementación, y asequibilidad (Başoğlu & Çakır,

2016; Raghavendra et al., 2020; Sarwar et al., 2022).

Para un convertidor tipo boost, la relación entre las impedancias y el ciclo de trabajo está determinado por (Li

et al., 2017):

Rpv =
Vpv
Ipv

= (1−D)2RL (2.8)

donde Rpv es la resistencia equivalente vista desde el arreglo PV, RL es la resistencia en la carga, y D es el ciclo de

trabajo del convertidor.

De esta manera, el problema de MPPT consiste en determinar el ciclo de trabajo del convertidor que produzca

la máxima transferencia de enerǵıa entre el arreglo PV y la carga.

ipv

Ci

L

Q

D

Co

io

RL

+

−

vo

+

−

vpv
Arreglo
PV

Convertidor Boost

Figura 2.6: Sistema PV con convertidor DC-DC boost. El convertidor actúa como una interfaz entre la fuente y la
resistencia en la carga, controlando el punto de operación del sistema al modificar el ciclo de trabajo.
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2.6. Tarea de MPPT en condiciones uniformes

La tarea de encontrar el MPP en condiciones de irradiancia solar uniforme es relativamente sencilla, ya que el

sistema PV presenta un único punto de operación para el cual la potencia es máxima. En este sentido, numerosos

métodos se han propuesto para realizar esta tarea, desde los denominados métodos clásicos, hasta métodos modernos

basados en AI y MHO (Mao et al., 2020). Cada uno de los algoritmos tiene sus propias ventajas y limitaciones.

Las técnicas clásicas son fáciles de implementar, pero presentan velocidades de rastreo lentas. Las técnicas de

AI y MHO presentan una mayor velocidad y eficiencia de rastreo, a cambio de un diseño e implementación más

elaborados (Mansoor et al., 2020). De todas las técnicas MPPT propuestas, el algoritmo P&O es el más utilizado,

principalmente por su facilidad de implementación (Abdel-Salam et al., 2018; Ishaque et al., 2014; Sera et al., 2013).
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Figura 2.7: Dinámica del algoritmo MPPT P&O convencional en condiciones uniformes de irradiancia solar.

El funcionamiento del algoritmo P&O se basa en observar el cambio causado en la potencia de salida del

sistema PV al introducir una perturbación en el punto de operación. Si el cambio en la potencia es positivo, la

siguiente perturbación permanece en la misma dirección; si el cambio en la potencia es negativo, la dirección de

la perturbación posterior cambia de sentido. Este proceso puede visualizarse en la Fig. 2.7, donde se muestra la

trayectoria del algoritmo P&O en la curva P–V. El MPP divide a la curva en dos zonas: la zona izquierda de la curva

exhibe una pendiente positiva, mientras que la pendiente en la zona derecha es negativa. En el MPP la pendiente es

cero. Si el punto se encuentra en la zona izquierda, la dirección de la siguiente perturbación incrementará el voltaje

del arreglo PV, moviendo el punto de operación hacia el MPP. Similarmente, si el punto de operación está a la

derecha del MPP, el propósito de la siguiente perturbación es moverlo hacia la izquierda, disminuyendo el voltaje
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del arreglo.

Para un convertidor tipo boost, el voltaje de la entrada es inversamente proporcional al ciclo de trabajo; es

decir, un incremento del ciclo de trabajo provoca una disminución del voltaje en el arreglo. Por lo tanto, si el punto

está a la izquierda del MPP, la perturbación en el ciclo de trabajo debe ser negativa, y viceversa. El diagrama de

flujo del algoritmo P&O para un sistema PV con convertidor tipo boost se resume en la Fig 2.8.

A pesar de su simplicidad y confiabilidad, este algoritmo presenta dos inconvenientes principales. El primero, el

algoritmo P&O produce oscilaciones en el estado estable, es decir, cerca del MPP. La magnitud de las oscilaciones

es directamente proporcional a la magnitud de las perturbaciones y velocidad de seguimiento. El segundo y más

severo inconveniente es la incapacidad de distinguir correctamente el GMPP en condiciones de PS, lo que impacta

directamente en el rendimiento energético (Ahmed & Salam, 2015).

Inicio

Medir V (t), I(t)

Calcular P (t) = V (t)I(t)
Calcular ∆P = P (t)− P (t− 1)
Calcular ∆V = V (t)− V (t− 1)

∆P > 0

∆V > 0 ∆V > 0

D(t) = D(t − 1) − ∆D D(t) = D(t − 1) + ∆D D(t) = D(t − 1) − ∆D

Aplicar D(t)

No Śı

No ŚıŚı No

Figura 2.8: Diagrama de flujo del algoritmo MPPT P&O convencional para un sistema PV con convertidor boost.

2.7. Sombreado Parcial

El efecto de PS se presenta cuando los módulos que componen el arreglo PV no reciben la misma cantidad

de irradiancia. Esta situación se presenta principalmente por la oclusión parcial o total de la irradiancia solar por

acción de las nubes, y en menor medida por acción de árboles, edificios y demás estructuras urbanas.

Un módulo PV está compuesto por un conjunto de celdas conectadas en serie, por lo que todas las celdas

conducen la misma cantidad de corriente, como se observa en la Fig. 2.9(a). Si una celda se encuentra sombreada,

la corriente generada por ésta se reduce; sin embargo, es forzada a conducir la misma cantidad de corriente que las

celdas no sombreadas, polarizándose de manera inversa. Debido a que las celdas polarizadas inversamente actúan

como una carga, una parte de la potencia generada por el arreglo PV se disipa en forma de calor a través de éstas,
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(a) Sin diodos en derivación. Las celdas que generan una menor canti-
dad de corriente que la de la rama se polarizan inversamente y actúan
como una carga, disipando potencia.
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(b) Con diodos en derivación. Las celdas polarizadas inversamente
hacen que el diodo en derivación entre en conducción, mientras que
el diodo de las celdas polarizadas directamente no tiene efecto en el
circuito.

Figura 2.9: Arreglo de Ns celdas PV en serie. La corriente que fluye por las celdas es la misma, independientemente
de la cantidad de corriente generada por cada una.
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lo que se traduce directamente en una pérdida de rendimiento. Más aún, las celdas sombreadas pueden sufrir daños

permanentes si alcanzan temperaturas muy altas, inhabilitando a su vez a todo el arreglo PV (Fathy et al., 2020).

Para solucionar este problema se coloca un diodo, denominado diodo en derivación, en antiparalelo con la celda

o grupo de celdas en serie que se desea proteger, como se muestra en la Fig. 2.9(b). La función del diodo es aislar

los módulos sombreados del sistema, al proporcionar una ruta alternativa para el flujo de corriente, de manera que

los módulos sombreados no necesiten trabajar en voltaje de polarización inversa. Aśı, si la corriente generada por la

celda sombreada resulta menor a la generada por las otras celdas, el diodo entrará en conducción, desviando el flujo

de corriente de la celda sombreada. En cambio, si la celda está polarizada directamente, el diodo en derivación no

tiene efecto en el circuito (Tey et al., 2014). En la práctica, utilizar un diodo por cada celda eleva significativamente

el costo de los arreglos PV comerciales, por lo que es común que se utilice un diodo por cada grupo de 20-24 celdas

en serie, y uno más por módulo (Vieira et al., 2020).

No obstante, la integración de diodos en derivación afecta a la dinámica del sistema PV. En este sentido, la

curva P–V muestra una mayor complejidad, al pasar de tener un único MPP a exhibir múltiples MPP, uno por

cada diodo en derivación en conducción. Considere el sistema PV mostrado en la Fig. 2.10, el cual está compuesto

por un arreglo de cuatro módulos, cada uno con 20 celdas en serie, un convertidor DC-DC y una carga resistiva.

Módulo 1

Módulo 2

Módulo 3

Módulo 4

Arreglo PV

Convertidor
Boost

Carga
Resistiva

Ppv

Figura 2.10: Sistema PV con diodos en derivación. El arreglo PV está compuesto por cuatro módulos en serie.

Las curvas caracteŕısticas de este sistema en condiciones de PS se muestran la Fig. 2.11. Se puede observar que

en cada curva solo existe un punto, denominado GMPP, que produce la máxima cantidad de potencia disponible

en ese instante.

Resulta evidente que la tarea de GMPPT en condiciones de PS tiene una mayor complejidad que la tarea de

MPPT en condiciones de irradiancia uniforme. Los algoritmos MPPT clásicos suelen quedar atrapados en máximos

locales, identificando incorrectamente un punto local de máxima potencia (LMPP, Local Maximum Power Point)

como un GMPP, lo que resulta en una pérdida de rendimiento (Chou et al., 2019). Si bien, los nuevos algoritmos

GMPPT basados en AI y MHO permiten ubicar correctamente el GMPP, estos presentan ciertas desventajas, tales

como complejidad en el diseño, requieren un amplio conocimiento del sistema o un gran número de iteraciones para

lograr la convergencia del algoritmo (Kang et al., 2011).
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Figura 2.11: Conjunto de curvas caracteŕısticas en condiciones de sombreado parcial (PSC). Los conjuntos de
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.
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Para solucionar estos problemas, en esta tesis se desarrolla una técnica GMPPT basada en DRL, la cual no

requiere ningún conocimiento previo de la dinámica del sistema PV o sus caracteŕısticas. En la siguiente sección se

describen los fundamentos y se define formalmente el objetivo de DRL.

2.8. Conclusión

Al ser una tecnoloǵıa renovable, la generación PV es una alternativa viable para satisfacer una gran parte

de la demanda de enerǵıa eléctrica mundial en el futuro, a la vez que puede reducir el deterioro ambiental que

la generación convencional ha ocasionado en las últimas décadas. No obstante, los sistemas de generación PV

enfrentan distintos problemas que limitan su desempeño, y por ende, dificultan su expansión como una tecnoloǵıa

de generación redituable, de entre los cuales destacan los siguientes:

Las celdas PV actuales tienen una PCE promedio de 20%; sin embargo, aumentar esta eficiencia implica

elevar los costos de producción, lo cual repercutiŕıa directamente en una menor instalación de nuevos sistemas

PV, en especial en los sectores residencial y comercial.

Las condiciones ambientales determinan el punto de operación óptimo del sistema PV, en el cual se genera la

máxima potencia en ese instante. Estas condiciones ambientales cambian continuamente a lo largo del d́ıa, por

lo que el controlador MPPT debe ajustar constantemente el punto de operación del sistema para conseguir el

mejor rendimiento. En este sentido, la velocidad del MPPT es una caracteŕıstica importante para la eficiencia

del sistema, ya que un menor tiempo de convergencia implica un mayor tiempo de generación cerca del MPP.

Debido a que el punto de operación del sistema PV está definido por la resistencia de carga, y ésta generalmente

no está bajo el control del usuario, se utiliza un convertidor DC-DC para ajustar la resistencia equivalente de

carga vista por el arreglo PV. De esta manera, la tarea del MPPT se reduce a encontrar el ciclo de trabajo

del convertidor para el cual la resistencia equivalente coincida con la resistencia de carga óptima.

Distintos fenómenos ambientales pueden afectar la eficiencia del sistema PV. El sombreado parcial es uno

de los más frecuentes. En esta condición, la curva P–V del sistema exhibe múltiples MPP, lo que dificulta

la tarea de GMPPT. Distintos algoritmos presentan pérdidas de rendimiento importantes al no ser capaces

determinar correctamente el GMPP.

Mientras que la mejora de la PCE de las celdas es una labor multidisciplinaria a largo plazo, el desarrollo de

técnicas GMPPT que permitan extraer la máxima cantidad de potencia disponible, independientemente de las

condiciones ambientales actuales, es una tarea que puede realizarse actualmente. Adicionalmente, la creación de

nuevas técnicas GMPPT pueden beneficiar tanto a los sistemas instalados, como a los futuros sistemas de generación

PV. En este sentido, los avances en el área de DRL han permitido desarrollar distintas técnicas de control con

resultados satisfactorios, las cuales pueden extenderse al área de generación PV.
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Caṕıtulo 3

Aprendizaje Profundo por Refuerzo

En este caṕıtulo, se describen los conceptos básicos dentro del campo RL, tales como el agente, la recompensa y

el entorno. Se presenta la notación y se define formalmente el problema de RL, los tipos básicos de algoritmos de

RL y la transición del aprendizaje clásico al profundo. Finalmente, se presenta el algoritmo de DRL propuesto en

esta tesis, denominado TD4.

3.1. Introducción

La inteligencia artificial (AI, Artificial Intelligence) comprende el estudio de las técnicas utilizadas por los

sistemas para resolver problemas complejos de toma de decisiones, de forma independiente o con una intervención

humana mı́nima. Las primeras investigaciones de AI se centraron en la emulación del proceso de toma de decisiones de

los humanos, codificado en lenguajes de programación como reglas de inferencia lógica. Sin embargo, este paradigma

enfrenta varias limitaciones, tales como la complejidad de la tarea de abstracción de las reglas a partir del vasto

conocimiento del operador, y la adquisición de rasgos inherentes al comportamiento humano (Janiesch et al., 2021).

El aprendizaje de máquina (ML, Machine Learning) supera dichas limitaciones al liberar al ser humano de la

carga de explicar y formalizar su conocimiento en una forma accesible a la máquina y permite desarrollar sistemas

inteligentes de manera más eficiente. Las técnicas de ML determinan patrones complejos y relaciones significativas a

partir de datos pre-procesados, habilitando a los sistemas a aprender a realizar tareas sin haber sido expĺıcitamente

programados para ello (Jordan & Mitchell, 2015).

El área de ML puede dividirse en tres campos: el aprendizaje supervisado, el aprendizaje no supervisado y

el aprendizaje por refuerzo. En el primero, los sistemas aprenden a partir de datos etiquetados (con intervención

humana), en el segundo, a partir de datos no etiquetados (sin intervención humana), y en el tercero, a partir de

datos auto-etiquetados generados al interactuar con el sistema (Li, 2017). T́ıpicamente, el aprendizaje supervisado

se utiliza en clasificación (Krizhevsky et al., 2012) y aproximación de funciones (Nabipour et al., 2020), el no
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supervisado se emplea en agrupamiento (i.e., clustering) (Caron et al., 2018), y el aprendizaje por refuerzo tiene

un gran número de aplicaciones, como sistemas de recomendación (e.g., predicción de compras) (Xin et al., 2020b),

sistemas de despacho de enerǵıa eléctrica (Mason & Grijalva, 2019) y sistemas de navegación autónoma (Kiran

et al., 2021).

Conforme a la tarea de aprendizaje, ML ofrece varios algoritmos de aprendizaje, incluyendo modelos de regresión,

árboles de decisión, métodos Bayesianos, redes neuronales artificiales (ANNs, Artificial Neural Networks), entro

otros. Las ANNs son de particular interés, debido a que su estructura flexible permite adaptarlas a una amplia

variedad de conceptos en los tres campos de ML. En este sentido, DL es una técnica de ML que está basada

en el aprendizaje de múltiples niveles de caracteŕısticas, las cuales son obtenidas a partir de varias operaciones

sucesivas de procesamiento de datos, donde cada operación se denomina una capa del modelo (Chollet, 2021). La

ventaja de utilizar ANNs como capas de procesamiento sobre otras técnicas como modelos de regresión y árboles

de decisión, es que estas últimos requieren la selección manual de las variables dependientes y las explicativas

para la construcción del modelo, lo que se conoce como diseño de caracteŕısticas. En cambio, las ANNs permiten

establecer una relación directa entre los datos y la salida del sistema, permitiendo la extracción de información que

incluso puede pasar inadvertida a los humanos. Es decir, la arquitectura DL combina dos procesos de aprendizaje

simultáneos: obtención de caracteŕısticas y construcción del modelo. Aśı, los sistemas que implementan DL son

conocidos sistemas de extremo a extremo (end-to-end) (LeCun et al., 2015).

3.2. Aprendizaje por Refuerzo

El aprendizaje por refuerzo es el tercer paradigma de ML, y es la técnica de aprendizaje que más se asemeja

a la forma en la que los humanos aprendemos: a través de un proceso continuo de prueba y error (Kelly et al.,

2020). RL es un campo de estudio multidisciplinario, en el cual intervienen distintas ciencias como la Informática,

la Ingenieŕıa y la Neurociencia, como se observa en la Fig. 3.1 (Lapan, 2018).

RL está estrechamente relacionado con la teoŕıa del control óptimo clásico. Sin embargo, mientras que el control

óptimo supone un conocimiento perfecto del modelo del sistema, RL opera en función de las métricas de rendimiento

devueltas como consecuencia de las interacciones con un entorno desconocido (Goecks, 2020).

3.2.1. Bases Teóricas

RL estudia la optimización del desempeño de un agente en un proceso de toma de decisiones, a partir únicamente

de observaciones y acciones. Existen dos entidades fundamentales en todo algoritmo de aprendizaje por refuerzo: el

agente y el entorno. El agente se entiende como cualquier entidad capaz de percibir y actuar, donde la percepción

implica la recepción y el procesamiento de información, y la acción define el proceso de elección en un conjunto de

trayectorias de comportamiento. El entorno se define como el sistema o proceso donde se desempeña el agente.
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Figura 3.1: Varios campos de estudio intervienen en RL.

El proceso de interacción entre el agente y el entorno puede resumirse en tres etapas recurrentes, como se

muestra en la Fig. 3.2. Primero, el agente observa el estado st del entorno. Segundo, el agente determina y ejecuta

la acción at. Tercero, el entorno evoluciona a un nuevo estado st+1 y env́ıa una señal de recompensa rt+1 al agente,

la cual es utilizada en el proceso de aprendizaje interno del agente. Finalmente, la interacción vuelve a comenzar

con la observación del nuevo estado st+1. Este proceso iterativo de interacción se repite indefinidamente a lo largo

de los denominados episodios. Dependiendo del entorno, los episodios pueden tener una duración predeterminada,

pueden terminar súbitamente al llegar a un estado final, o pueden continuar de forma indefinida. En esta tesis se

considera que los episodios tienen una duración predeterminada.

Agente

Entorno

Acción
at

Recompensa
rt

Estado
st

rt+1

st+1

Figura 3.2: Esquema general de RL.

3.2.2. Proceso de Decisión de Markov

Los problemas de RL pueden ser descritos formalmente como un proceso de decisión de Markov (MDP, Markov

Decision Process) (Shuvo et al., 2021), lo que permite encontrar soluciones de manera sistemática. Formalmente,
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un MDP se define como (Birhanie et al., 2018):

Definición 3.1 Un MDP está compuesto por cinco elementos,M = {S,A, T , r, γ}, donde:

Espacio de estado, S: conjunto de variables observables que representan la condición actual del entorno

(donde un vector de estado s ∈ S).

Espacio de acción, A: conjunto de acciones admisibles que inducen un cambio en el entorno (donde un

vector de estado a ∈ A).

Función de transición, T sta
st+1

= P (st+1|st, a): denota la probabilidad de transición del entorno de un

estado st a un estado st+1 después de ejecutar una acción a.

Función de recompensa, R : S × A 7→ R: define la recompensa inmediata rt+1 que el agente recibe por

tomar la acción at en el estado st y pasar a st+1.

Factor de descuento, γ: valor escalar que indica la ponderación de las recompensas futuras (0 ≤ γ ≤ 1).

Un valor de 0 considera acciones basadas únicamente en la recompensa inmediata rt+1 asociada con

el estado st, mientras que un valor > 0 considera acciones que pueden llevar a recompensas futuras

grandes aún después de obtener recompensas inmediatas menores (Kalogerakis et al., 2020).

Para que un proceso pueda definirse como un MDP, debe cumplir con la propiedad de Markov, la cual estipula

que el estado futuro st+1 depende únicamente del estado actual st, de la acción ejecutada at y de la dinámica

inherente al proceso. Es decir, los estados pasados no influyen en la transición a estados futuros. Además, la función

de recompensa R depende únicamente de la transición entre estados (st y st+1) y de la acción ejecutada (at) (Shi

et al., 2020). La propiedad de Markov se ejemplifica gráficamente en la Fig. 3.3, donde los bloques denotan los

estados, acciones y recompensas, y las flechas indican la interdependencia entre ellos, de tal manera que el estado

presente depende únicamente del estado inmediato anterior, y no de toda la historia de estados anteriores.

Matemáticamente, la propiedad de Markov se describe como:

T (st+1 | st, at) = p(st+1 | s0, a0, · · · , st, at) = p(st+1 | st, at), (3.1)

R(st+1 | s0, a0, · · · , st, at) = R(st, at, st+1), (3.2)

donde p es una función de probabilidad inherente al proceso, que puede o no ser conocida.

Las Ecuaciones (3.1) y (3.2) expresan que existen funciones que caracterizan completamente la distribución del

estado futuro y de la recompensa inmediata a partir únicamente del estado actual y de la acción ejecutada.

La función de recompensa R es una métrica de la pertinencia de la acción ejecutada; es decir, la recompensa

rt+1 es un valor numérico que indica al agente si la acción at fue buena o mala. La única restricción que se impone a
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Figura 3.3: Diagrama general de un MDP.

la señal de recompensa es ser un valor escalar, por lo que puede ser positiva, negativa o cero. Note que la función de

recompensa puede expresarse de tres formas diferentes, todas ellas equivalentes entre śı: R(s), R(s, a), y R(s, a, st+1).

Naturalmente, la tercera forma es la forma más general, pero en ocasiones se utilizan las dos primeras por brevedad

en la notación. Además, la función de recompensa puede ser determinista o estocástica. A lo largo de esta tesis se

considera únicamente la forma determinista.

Otra propiedad de los MDP es la consideración de que el estado observado por el agente y el estado real

del proceso son equivalentes. Es decir, el agente no tiene incertidumbre sobre su estado actual, solo desconoce la

función de transición. Un definición más general que considera incertidumbre en la observación es el llamado MDP

Parcialmente Observable (POMDP, Partially Observable Markov Decision Process) (Zhu et al., 2017). En esta tesis

se considera que el proceso puede modelarse como un MDP.

3.2.3. Definición Formal del Problema de RL

Bajo la premisa de que el agente RL interactúa con un MDP, el problema de RL puede formularse formalmente

como:

Definición 3.2 El problema de RL se puede formalizar como sigue. Un agente RL interactúa con un MDP

M = {S,A, T , r, γ} al repetir los siguientes tres pasos, comenzando con t = 0:

1. El agente observa el estado actual st ∈ S de M .

2. El agente elige y ejecuta una acción at ∈ A.

3. M pasa a un nuevo estado st+1 ∼ T (st+1 | st, at) y env́ıa una recompensa rt+1 = R(st, at, st+1) al

agente, el cual aprende de esta interacción.
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Durante un episodio, este proceso de interacción entre el agente y el entorno genera una secuencia alternativa de

estados, acciones, nuevos estados, y recompensas, que se denomina una trayectoria. En otras palabras, la trayectoria

es el camino que el agente sigue en el entorno durante un episodio.

Definición 3.3 En un episodio, una trayectoria τ es una secuencia de interacciones que llevan al agente

desde el estado inicial s0 hasta el estado final sT :

τ = {s0, a0, r1, s1, a1, r2, s2, a2, · · · , rT, sT}, (3.3)

donde T es el último instante de tiempo en el episodio.

Evidentemente, diferentes trayectorias producirán diferentes recompensas. La recompensa total recolectada G

en un episodio, denominada retorno, es la suma de todas las recompensas inmediatas recolectadas en la trayectoria.

Definición 3.4 El retorno, o recompensa total acumulada, de una trayectoria τ es la suma de todas las

recompensas inmediatas ri:

G(τ) =
T∑
t=0

r(st, at), (3.4)

Es importante señalar que la trayectoria, además de depender de la dinámica inherente al MDP y sus funciones

de transición, depende de la acción elegida por el agente. En este sentido, el proceso de toma de decisiones del agente

es conducido por una poĺıtica π, la cual especifica la acción que el agente debe tomar en un estado. Formalmente,

la poĺıtica es una función que mapea estados a acciones.

Definición 3.5 La poĺıtica π : S 7→ A determina la acción elegida por el agente en cualquier estado s ∈ S

del MDP.

De esta manera, la recompensa total acumulada de una trayectoria que sigue una poĺıtica π se expresa como:

Gπ =

T∑
t=0

E
at ∼π

[r (st, at)] . (3.5)

Note que aunque la poĺıtica π sea una función determinista, la transición entre estados depende de un proceso

estocástico inherente al MDP. Por lo tanto, el retorno debe considerarse como un valor esperado.

El objetivo del agente es aprender la poĺıtica que elija la mejor acción en cualquier estado, es decir, la poĺıtica

que maximice la recompensa esperada. Matemáticamente, la poĺıtica óptima π∗ se describe como:

π∗ = argmáx
π

Eπ

[
T∑
t=0

γtr(st, at)

]
, (3.6)

donde γ el factor de descuento. Al seleccionar acciones, el agente considerará las recompensas futuras esperadas

y maximizará el rendimiento durante un episodio completo. Para tratar con entornos con episodios infinitos, se
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introduce un factor de descuento 0 ≤ γ ≤ 1 en la suma de recompensas. Un factor de descuento γ < 1 hace que

las recompensas inmediatas tengan más impacto que las recompensas futuras y también hace posible tratar con

episodios infinitos que de otro modo podŕıan conducir a recompensas infinitas.

El Dilema Exploración–Explotación

Con el fin de obtener π∗, el agente requiere un vasto conocimiento del espacio de estado del entorno y de la

función de recompensa (Chen et al., 2021). En una configuración estándar de aprendizaje por refuerzo, el agente no

tiene esta información a priori, sino que simplemente prueba diferentes acciones y experimenta las consecuencias

resultantes con respecto a la recompensa. Aśı, durante el proceso de aprendizaje el agente debe equilibrar entre

explotar con avidez la información recopilada hasta el momento, para elegir acciones que produzcan recompensas

más altas a corto plazo, y explorar continuamente el entorno para adquirir más información para lograr beneficios

a largo plazo (Wang et al., 2018).

Durante la fase de exploración, el agente construye un modelo interno de sus interacciones con el entorno, aprende

qué acciones conducen mejores recompensas y qué acciones es mejor evitar. Para promover el posible descubrimiento

de nuevas acciones que conduzcan a mejores recompensas, la poĺıtica suele dictar acciones sub-óptimas para recopilar

la mayor cantidad de información del entorno durante la fase de exploración (Masadeh et al., 2018). A medida que

la fase de aprendizaje avanza y el modelo interno del agente estima con mayor exactitud la recompensa esperada,

la elección de las acciones se sustenta progresivamente en la experiencia acumulada, permitiendo seleccionar con

mayor frecuencia aquellas acciones que generan recompensas mayores, pero permitiendo aún la selección de acciones

sub-óptimas para evitar que el proceso de aprendizaje quede atrapado en un máximo local.

Una vez que el modelo interno es lo suficientemente adecuado, el agente puede explotar el conocimiento apren-

dido, tomando siempre la acción que genere la mejor recompensa en cada estado.

Desafortunadamente, no existe una regla que determine la proporción adecuada entre la fase de exploración y

la fase de explotación. De hecho, el dilema de exploración–explotación es considerado un problema abierto en el

paradigma de RL, por lo cual numerosos estudios se han dedicado a la investigación de distintas estrategias de

exploración, tales como ruido paramétrico (Shao et al., 2019), estrategia de selección ϵ-greedy (Nguyen & La, 2019),

muestreo de Thompson (Coronato et al., 2020), entre otras. Estas estrategias dependen del tipo de algoritmo de

aprendizaje, como se detalla en las siguientes secciones.

3.2.4. Tipos de Algoritmos

La clasificación más general de los algoritmos RL distingue dos tipos: los algoritmos basados en el modelo, y los

algoritmos basados en datos (i.e., sin modelo) (Moerland et al., 2020). Los primeros utilizan un modelo interno del

entorno que predice estados futuros y evalúa el valor a largo plazo de diferentes acciones simulando sus posibles

consecuencias (Plaat et al., 2021). Generalmente, este modelo no está disponible para el agente, por lo que tiene
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que aprenderlo mediante la experiencia. No obstante, si el modelo aprendido no es lo suficientemente preciso, la

optimización de poĺıticas tiende a sobre-ajustarse a las deficiencias del modelo, lo que lleva a un comportamiento

sub-óptimo o incluso provocar fallas catastróficas (Clavera et al., 2018).

Por su parte, el aprendizaje sin modelo, almacena estimaciones del valor a largo plazo de estados y acciones, y

las actualiza directamente a partir de la experiencia (Akam & Walton, 2021). A pesar de requerir más interacciones

con el entorno, los algoritmos RL sin modelo pueden lograr un mejor rendimiento ya que no sufren de sesgos en el

modelo que conducen a comportamientos sub-óptimos. En la práctica, esta caracteŕıstica hace que los algoritmos

sin modelo sean más utilizados que los basados en el modelo (Tu & Recht, 2019).

En esta sección se presentan cuatro algoritmos básicos de RL. Primero, se introduce el algoritmo inspirado

en la función de valor de estado, el cual es un algoritmo basado en el modelo. Posteriormente se presentan dos

algoritmos basados en datos: el algoritmo basado en la función de valor de acción y el algoritmo basado en la

poĺıtica. Finalmente, se presenta un algoritmo que combina los dos anteriores, denominado algoritmo actor-cŕıtico.

Algoritmos Basados en Funciones de Valor de Estado

Para construir la poĺıtica óptima, el agente debe tener la noción de las recompensas que espera recibir en los

estados futuros, hasta la conclusión del episodio. Esta cantidad se conoce como el valor de un estado.

Definición 3.6 El valor V de un estado s indica el valor esperado de la recompensa acumulada descontada

al seguir la poĺıtica π desde s hasta sT. Matemáticamente se expresa como:

Vπ(s) =
∑
a∈A

π(a | s)
∑

st+1∈S

T
(
st+1 | s, a

)[
R(s, a, st+1) + γVπ(st+1)

]
, (3.7)

donde γ es el factor de descuento, R la función de recompensa, y T la función de transición del MDP.

En otras palabras, la función de valor Vπ(s) es una estimación de qué tan deseable es un estado s para el agente

que sigue una poĺıtica π. Note que diferentes poĺıticas podŕıan tener diferentes valores de Vπ(s) para el mismo

estado. En este sentido, una poĺıtica π se dice que es mejor que otra poĺıtica π′ si su recompensa esperada es mayor

que la de π′ para todos los estados. Es decir, π > π′ si y solo Vπ(s) > Vπ′(s) para todo s ∈ S. La función de valor

óptima especifica la mayor recompensa esperada para cada estado por cualquier poĺıtica, es decir:

V ∗(s) = máx
π

Vπ(s), ∀s ∈ S. (3.8)

La función de valor óptima no depende de la poĺıtica, por tanto puede expresarse directamente de la Ec. (3.7)

al aplicar el operador de maximización, de la siguiente manera:

V ∗(s) = máx
a

∑
st+1

T
(
st+1 | s, a

)[
R(s, a, st+1) + γV ∗(st+1)

] . (3.9)
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Estos valores no solo indican la mejor recompensa que el agente puede obtener, sino que básicamente dictan la

poĺıtica óptima para obtener esa recompensa. Si el agente conoce el valor de cada estado, puede seleccionar la acción

con la recompensa máxima esperada, que es la suma de la recompensa inmediata y la recompensa a largo plazo

descontada. De esta manera, es posible obtener la poĺıtica óptima π∗ al seleccionar la acción a que sea codiciosa

(i.e., la acción que maximice el valor inmediato) con respecto a V ∗, es decir:

π∗(s) = argmáx
a

∑
st+1

T
(
st+1 | s, a

)[
R(s, a, st+1) + γV ∗(st+1)

] . (3.10)

Derivar la poĺıtica óptima a partir de la Ec. (3.10) requiere el conocimiento del modelo completo del MDP (i.e.,

estados futuros, recompensas y transiciones). Generalmente, el modelo del MDP no se conoce, por lo que se utiliza

la interacción del agente con el entorno para estimar el valor de los estados y la probabilidad de transición entre

estos. No obstante, la poĺıtica óptima presenta un comportamiento determinista basado en la estimación del valor

de los estados. Si la estimación no es una representación fiel, la poĺıtica podŕıa no elegir la acción correcta. Más

aún, la poĺıtica podŕıa nunca seleccionar la mejor la acción si su estimación indica que la recompensa esperada para

esta acción es menor que para las otras acciones. No elegir nunca esta acción implica que la estimación del valor no

se actualizará, y por consiguiente, esta acción seguirá siendo no elegida constantemente.

Una estrategia simple de exploración que resuelve este problema, es la denominada estrategia ϵ-greedy (o ex-

ploración epsilon-greedy), que consiste en elegir una acción aleatoria con una probabilidad ϵ y la mejor con una

probabilidad 1− ϵ, es decir:

at =


π∗(st) con probabilidad 1− ϵ,

a ∼ U(A) con probabilidad ϵ.

(3.11)

Note que si ϵ = 0, la estrategia ϵ-greedy es equivalente a una estrategia puramente codiciosa (i.e., el agente explota

el conocimiento adquirido); y si ϵ = 1, se realiza una estrategia de selección aleatoria de acciones (i.e., el agente

explora el entorno para recabar más información). En la práctica, es común que se utilice un valor de ϵ = 0.1,

lo que permite beneficiarse de la explotación del conocimiento acumulado y a la vez explorar el entorno con una

probabilidad del 10% (Lapan, 2018).

Algoritmos Basados en Funciones de Valor de Acción

Note que V ∗ expresa la recompensa máxima esperada para cada estado, pero no indica la acción óptima en cada

uno. Para derivar la acción óptima a partir del estado actual, el agente debe simular todas las posibles acciones y

elegir aquella que lleve al estado con mayor valor. Es decir, el agente obtiene el valor de la acción a en el estado s,

lo que se conoce como el valor del par estado-acción (también se conoce simplemente como el valor de la acción).
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Definición 3.7 El valor Q de un par estado-acción (s, a) indica el valor esperado de la recompensa acumula-

da descontada al tomar la acción a en el estado s y seguir la poĺıtica π desde st+1 hasta sT. Matemáticamente

se expresa como:

Qπ(s, a) =
∑

st+1∈S

T
(
st+1 | s, a

)[
R(s, a, st+1) + γVπ(st+1)

]
. (3.12)

La función de valor de acción almacena de manera efectiva los resultados de todas las búsquedas de un paso

adelante, proceso adicional requerido para derivar π∗ a partir de V ∗. La relación entre la función de valor de acción

y la función de valor es:

Vπ(s) = máx
a

Qπ(s, a). (3.13)

Similarmente a la Ec. (3.9), la función de valor de acción óptima Q∗ puede expresarse directamente de la

Ec. (3.12) al aplicar el operador de maximización en lugar de la expectativa, de la siguiente manera:

Q∗(s, a) =
∑
st+1

T (st+1 | s, a)
[
R(s, a, st+1) + γmáx

π
Vπ(st+1)

]
. (3.14)

Al sustituir las Ec. (3.8) y (3.13) en la Ec. (3.14) se obtiene la función de valor de estado-acción óptima en forma

recursiva:

Q∗(s, a) =
∑
st+1

T (st+1 | s, a)
[
R(s, a, st+1) + γmáx

at+1

Q∗(st+1, at+1)

]
. (3.15)

La función de valor de estado-acción permite encontrar la acción óptima simplemente seleccionando la acción

que maximice Qπ(s, a). Aśı, la poĺıtica óptima se obtiene como:

π∗(s) = argmáx
a

Q∗(s, a). (3.16)

Al igual que la poĺıtica óptima basada en la función de valor, la poĺıtica óptima basada en la función de valor de

acción es determinista, y las mismas estrategias de exploración son aplicables en este caso. Aśı, es posible obtener

una estimación de Q a través de la interacción con el entorno, de la siguiente manera (van Hasselt et al., 2016):

Q(st, at)← Q(st, at) + α
[
rt+1 + γmáx

at+1

Q(st+1, at+1)−Q(st, at)
]
, (3.17)

donde α es un hiperparámetro que indica la velocidad de aprendizaje, y controla la estabilidad del proceso. Un

valor de α = 0.85 se considera adecuado para la mayoŕıa de aplicaciones (Even-Dar et al., 2003). Esta técnica de

estimación de Q se conoce como bootstrapping, lo que se puede traducir como “comenzar con los recursos existentes
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y mejorarlos conforme avanza el aprendizaje” (Jeong & Kim, 2019).

La función de valor Q(s, a) es más conveniente en la práctica, ya que el proceso de toma de decisiones es más

simple que al utilizar V (s). En el caso de Q(s, a), para elegir la acción óptima, el agente solamente necesita calcular

el valor de acción para todas las acciones disponibles en el estado actual, y elegir la acción con el mayor valor de Q.

Para realizar el proceso equivalente usando los valores únicamente de los estados, el agente necesita conocer no solo

V (st+1), sino también las probabilidades de las transiciones. En la práctica, rara vez son conocidos de antemano,

por lo que el agente necesita estimar las probabilidades de transición para cada par de acción y estado. Aśı, los

métodos basados en la función de valor de acción Q(s, a) son más populares que los que utilizan la función de valor

de estado V (s).

Algoritmos Basados en Poĺıticas Parametrizadas

El algoritmo basado en el valor de la acción (i.e., Q-learning) ha sido un algoritmo popular en el aprendizaje por

refuerzo debido a su simplicidad y garant́ıas de convergencia (Watkins & Dayan, 1992). No obstante, este algoritmo

solo funciona adecuadamente en entornos con espacios de estado y acción discretos y de baja dimensionalidad (Jiang

et al., 2019).

Suponiendo que se aprende la función de valor de estado-acción Q en un entorno, la poĺıtica óptima se obtiene

directamente a través de la Ec. (3.16), siempre que el espacio de acción A sea discreto y finito. Sin embargo,

tan pronto como el espacio de acción se vuelve continuo (o al menos lo suficientemente grande), esta selección de

acción basada en valores deja de ser trivial. En espacios de acción continuos, se utilizan métodos que aprenden una

poĺıtica parametrizada que puede seleccionar acciones sin consultar una función de valor. Aún puede ser necesario

utilizar una función de valor para aprender los parámetros de la poĺıtica, pero no es necesaria para la selección de

acciones (Sutton & Barto, 2018).

Definición 3.8 Una poĺıtica parametrizada es una función de estado que calcula la probabilidad de elegir

la acción a en el tiempo t dado que el entorno está en un estado s y los parámetros están definidos por θ,

esto es:

π
(
a | s, θ

)
= Pr

{
at = a

∣∣ st = t, θt = θ
}
, (3.18)

donde θ es el conjunto de parámetros que caracterizan a la poĺıtica. Para simplificar la notación, se utilizará

πθ(·) para denotar que la poĺıtica está parametrizada por θ.

El objetivo de estos algoritmos es optimizar el desempeño de la poĺıtica en base a la recompensa esperada, es

decir:

J(θ) = E
τ ∼πθ

[G(τ)] = E
s,a∼πθ

[
T∑
t=0

γtr(st, at)

]
. (3.19)
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donde J es la función de desempeño a maximizar. Debido a que la trayectoria τ depende de las acciones elegidas;

es decir, depende de la poĺıtica, el śımbolo ∼ denota que una trayectoria τ es muestreada (i.e., obtenida) a través

de una poĺıtica π con parámetros θ.

Aśı, la poĺıtica óptima se obtiene a partir de los parámetros θ que maximizan la función de desempeño:

π∗ = argmáx
θ

J(θ) = argmáx
θ

E
s,a∼πθ

[
T∑
t=0

γtr(st, at)

]
. (3.20)

Note que, en el caso de RL, optimizar la poĺıtica implica maximizar la función de desempeño. Este proceso de

optimización puede resolverse mediante distintos métodos como algoritmos genéticos (Sehgal et al., 2019), evolución

diferencial (Tan & Li, 2021), enjambre de part́ıculas (Liu et al., 2020a), etc. No obstante, los métodos basados en el

gradiente tienen una mayor velocidad de convergencia, por lo que son los más utilizados (Khadka & Tumer, 2018).

La regla de actualización de parámetros de la poĺıtica, utilizando ascenso de gradiente, es la siguiente:

θk+1 = θk + α∇θJ(θk), (3.21)

donde θk son los parámetros θ en el paso de entrenamiento k, y ∇θJ(θk) es el gradiente de J respecto a los

parámetros θ en el instante k.

El gradiente de la poĺıtica define la dirección en la que los parámetros deben actualizarse para mejorar su

desempeño en términos de la recompensa total acumulada en la trayectoria. Esta dirección está determinada por

la probabilidad de las acciones elegidas, y la escala del gradiente es proporcional a la recompensa recolectada en la

trayectoria, es decir:

∇J(θ) = Eτ ∼πθ
[∇θπθ(τ)G(τ)] , (3.22)

donde ∇θπθ es el gradiente de la función π(·, θ) respecto a los parámetros θ.

En otras palabras, se busca aumentar la probabilidad de trayectorias buenas (i.e., trayectorias con recompensas

grandes) y disminuir la probabilidad de trayectorias malas (i.e., trayectorias con recompensas pequeñas o negativas).

Incluso con la poĺıtica representada como una distribución de probabilidad, el agente puede converger a alguna

poĺıtica óptima local y dejar de explorar el entorno (Haarnoja et al., 2017). La solución propuesta en Q-learning fue

utilizar la estrategia de selección de acción ϵ-greedy: con una probabilidad ϵ el agente toma alguna acción aleatoria

en lugar de la acción dictada por la poĺıtica actual. Esta estrategia también es aplicable en los algoritmos basados

en poĺıticas, sin embargo, estos admiten una mejor estrategia, denominada bonificación de entroṕıa (Xin et al.,

2020a).

En este sentido, la entroṕıa es una métrica de la certeza de la idoneidad de la acción es decir, muestra qué tan

seguro está el agente acerca de qué acción tomar. La entroṕıa de la poĺıtica se define como (Lapan, 2018):
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H(π) = −
∑
a∈A

π(a|s) log(π(a|s)). (3.23)

El valor de la entroṕıa es siempre mayor que cero y tiene un único máximo cuando la poĺıtica es uniforme; en otras

palabras, cuando todas las acciones tienen la misma probabilidad de ser elegidas. En contraste, la entroṕıa se vuelve

mı́nima cuando la poĺıtica tiene una probabilidad de 100% para alguna acción y 0% para todas las demás, lo que

significa que el agente tiene una certeza total. Para evitar que el agente quede atrapado en mı́nimos locales, se

añade la entroṕıa a la función de desempeño:

J(θ) = E
τ ∼πθ

[G(τ) +H(π)] . (3.24)

Aśı, se penaliza al agente por tener demasiada certeza en su poĺıtica, y por tanto se beneficia la exploración.

Además de una mejor estrategia de exploración, una de las principales ventajas de los algoritmos basados en

poĺıticas parametrizadas es la habilidad de tratar con espacios de estado continuos, mientras que los algoritmos

basados en funciones de valor están limitados a espacios discretos. No obstante, los algoritmos basados en poĺıticas

parametrizadas requieren episodios completos para la actualización de los parámetros, mientras que los algoritmos

basados en funciones de valor pueden actualizarse en cualquier punto de la trayectoria. Finalmente, los algoritmos

basados en poĺıtica, al requerir trayectorias completas, presentan una alta varianza en la función de costo, lo que

puede generar problemas de convergencia (Schulman et al., 2017). Esto se debe a que las trayectorias dependen

tanto de los procesos estocásticos de la poĺıtica, como del entorno. Por otro lado, los algoritmos basados en funciones

de valor de acción presentan una varianza baja, al depender únicamente de la transición al siguiente estado.

Como se puede apreciar, ambas familias presentan ciertas ventajas y desventajas. Los algoritmos basados en

poĺıticas parametrizadas se prefieren en el caso de los espacios de estado continuos, mientras que los algoritmos

basados en funciones de valor son más utilizados en el caso de los espacios discretos. Para obtener lo mejor de ambos,

los algoritmos actor-cŕıtico utilizan una combinación de poĺıticas parametrizadas y aproximación de funciones de

valor, como se explica a continuación.

Algoritmos Basados en Actor-Cŕıtico

Los algoritmos actor-cŕıtico parametrizan tanto las funciones de poĺıtica, como las funciones de valor, y las

actualizan simultáneamente en el entrenamiento. En este sentido, la poĺıtica es denominada actor, ya que indica

al agente la acción a realizar, y está parametrizada por θ. La función de valor se denomina cŕıtico, pues permite

al agente conocer el desempeño de la acción realizada, comparando su valor estimado con el resultado real de la

acción. Esta última está parametrizada por ϕ.

En este algoritmo, la función de valor de acción no se utiliza para definir la poĺıtica, como en el caso de los

algoritmos basados únicamente en valores. En lugar de ello, la función de valor de acción define la magnitud del
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gradiente de la función de costo. De esta manera, se puede sustituir la recompensa acumulada en la trayectoria, en

la Ec. (3.22), por el valor de la acción en el estado actual (Lapan, 2018):

∇θJ(θ) = Es,a∼πθ

[
∇θπθ(at|st)Q̂(st, at)

]
. (3.25)

Note que simplemente se sustituye la recompensa acumulada en la trayectoria G(τ) por el valor estimado de la

acción en el estado actual Q̂(s, a).

La optimización de los parámetros de la poĺıtica sigue el mismo principio que en los algoritmos basados úni-

camente en poĺıtica: se busca incrementar la probabilidad elegir acciones con un valor de estado-acción alto y

disminuir la probabilidad de elegir acciones que estén asociadas con un valor de estado-acción bajo (o negativo). De

igual manera, las estrategias de exploración descritas para los algoritmos basados únicamente en poĺıtica pueden

ser utilizadas para los algoritmos basados en actor-cŕıtico.

Por otro lado, la optimización de los parámetros de la función de valor de acción tiene como objetivo reducir el

error entre la estimación del valor de acción del estado actual y la estimación del valor de la acción en el estado

siguiente más la recompensa en la transición. La función de costo asociada a los parámetros del cŕıtico está definida

como (Mnih et al., 2016):

L(ϕ) = 1

T

T∑
t=0

[(
r(st, at) + γQ̂(st+1, at+1)− Q̂(st, at)

)2
]
. (3.26)

El objetivo es encontrar los parámetros ϕ que minimicen la función de costo, es decir:

argmı́n
ϕ

L(ϕ) = argmı́n
ϕ

1

T

T∑
t=0

[(
r(st, at) + γQ̂(st+1, at+1)− Q̂(st, at)

)2
]
. (3.27)

Note que, a diferencia del actor, el objetivo de optimización de los parámetros del cŕıtico implica una minimización

de la función de costo.

Finalmente, la regla de actualización de los parámetros del cŕıtico, utilizando el gradiente de la función de costo,

es la siguiente:

ϕk+1 = ϕk − α∇ϕL(ϕk). (3.28)

La ventaja de los métodos actor-cŕıtico sobre los algoritmos basados únicamente en poĺıtica es un proceso de

entrenamiento más rápido y estable. En este sentido, los algoritmos basados únicamente en poĺıtica utilizan un

gradiente por trayectoria. Al no incorporar resultados de realizar una acción diferente en cada estado como punto

de comparación, el gradiente estimado puede apuntar en la dirección equivocada. Mientras que en el caso del actor-

cŕıtico, el gradiente utilizado incorpora información de cada transición, lo que permite reforzar correctamente las

acciones que tengan buenas recompensas. En consecuencia, los métodos actor-cŕıtico pueden requerir muchas menos
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interacciones con el entorno que los métodos basados únicamente en poĺıtica para aprender de manera efectiva, y

generalmente muestran mejores resultados emṕıricos que los métodos basados únicamente en valores y basados

únicamente en poĺıticas (Perera & Kamalaruban, 2021).

3.3. Aprendizaje Profundo por Refuerzo

En DRL se utilizan ANNs como representación de las funciones parametrizadas de poĺıtica y de valor. Una ANN

t́ıpica en aplicaciones de DRL está compuesta por dos capas ocultas de 64 neuronas cada una (más una entrada

adicional que controla el umbral de activación de cada neurona). Para un entorno con M estados y N acciones, la

cantidad de parámetros de la función de poĺıtica es (N + 1)× 64 + (64+ 1)× 64 + (64+ 1)×M . Por ejemplo, para

un entorno con doce entradas y tres acciones, la función está representada por 5,187 parámetros (Lapan, 2018).

La ventaja de utilizar ANNs en el esquema de RL es que permite utilizar directamente los conceptos de los

algoritmos basados en el valor del estado, en entornos con espacios de estado y acción continuos, ya que elimina la

necesidad de utilizar métodos tabulares para almacenar la experiencia del agente (Okafor et al., 2021).

3.3.1. Aproximación de Funciones con Redes Neuronales Artificiales

Las ANNs se utilizan en una amplia variedad de aplicaciones: aproximación de funciones, reconocimiento de

patrones, agrupamiento, predicción, entre otras. A pesar de que su desarrollo comenzó en los años ochenta del siglo

pasado, solo en los últimos años se han convertido en una tecnoloǵıa estándar (Hagan et al., 1996). Esto se debe

en gran medida a la potencia de cómputo actual de las computadoras y al desarrollo de bibliotecas de aprendizaje

automático como TensorFlow1 o PyTorch2.

En el paradigma de DRL, la aproximación de funciones es una técnica de aprendizaje muy útil para la optimi-

zación de poĺıticas. El perceptrón multicapa (MLP, Multilayer Perceptron) es la arquitectura de ANNs más común

para este tipo de aplicaciones (Chen et al., 2015), ya que puede aproximar cualquier función continua a cualquier

grado de precisión (Cybenko, 1989). Un MLP está conformado por, al menos, tres capas de nodos: una capa de

entrada, una (o más) capa oculta y una capa de salida. Todas las capas están completamente conectadas con la

siguiente capa mediante pesos, y no se permiten conexiones hacia atrás o con capas no adyacentes.

Para aprender la aproximación de una función f(x), el entrenamiento estándar de las ANNs se realiza en un

entorno supervisado: se introduce un valor de entrada x en la ANN, y la salida f̂(x,w) se compara con el resultado

esperado f(x) = y. Los parámetros (i.e., pesos) w se ajustarán de tal manera que la aproximación a f(x) sea lo

más cercana posible. Usualmente se utiliza el error cuadrático medio (MSE, Mean Squared Error) como medida de

la exactitud de la aproximación (Heidari et al., 2020):

1https://www.tensorflow.org/
2https://pytorch.org/
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L(w) =
1

N

N∑
i=1

[
f̂(xi)− yi

]2
, (3.29)

donde xi es la entrada del ejemplo i, yi la salida del ejemplo i, y N es el número total de ejemplos.

Los parámetros de la red w se ajustan para minimizar la función de costo L(w). Similarmente a la optimización

de poĺıticas parametrizadas, el proceso de optimización de los parámetros en una ANN se realiza mediante la técnica

de descenso de gradiente: se calcula el gradiente de la función de costo con respecto al vector de pesos y se actualizan

los pesos siguiendo la dirección negativa del gradiente (i.e., la dirección en la que la función de costo decae más

rápidamente). Utilizar todos los ejemplos del entrenamiento para calcular el gradiente es una técnica muy eficiente,

ya que se obtiene el gradiente verdadero, pero es muy costosa computacionalmente, por lo que rara vez se utiliza en

la práctica (Ruder, 2016). En contraste, el método de descenso de gradiente estocástico (SGD, Stochastic Gradient

Descent) utiliza una sola muestra para calcular el gradiente, lo que agiliza su velocidad de convergencia. Para SGD,

la regla de actualización de los parámetros está dada como (Bottou, 2012):

wk+1 = wk − α∇wL(wk) = wk − α
[
f̂(x,wk)− y

]
∇wf̂(x,wk). (3.30)

Una desventaja que presenta SGD es que no converge realmente al óptimo, ya que la aproximación del gradiente

con una sola muestra produce estimaciones ruidosas. En la práctica, se suele hacer uso de la combinación de ambas

técnicas, lo que se denomina SGD en mini lotes. La función de costo se promedia sobre este mini lote, resultando

en una mejor aproximación del gradiente. Esta técnica presenta la ventaja de converger al óptimo verdadero a una

velocidad mayor que al utilizar el conjunto completo de ejemplos (Bengio, 2012). Para una buena convergencia,

es necesario que las muestras sean independientes e idénticamente distribuidas (i. i. d.) sobre todo el espacio de

posibles entradas, lo que se satisface al usar muestreo aleatorio (Liu et al., 2020b).

Existen otras técnicas de optimización más novedosas basadas en gradiente, tales como estimación adaptativa del

momento (Adam, Adaptive moment estimation) (Kingma & Ba, 2014), gradiente adaptativo (AdaGrad, Adaptive

Gradient) (Duchi et al., 2011), propagación de la ráız cuadrática media (RMSProp, Root Mean Square Propaga-

tion) (Hinton et al., 2012), gradiente acelerado de Nesterov (NAG, Nesterov’s Accelerated Gradient) (Sutskever

et al., 2013), entre otros. Estos métodos se basan en el mismo principio que SGD por mini lotes, con algunas

diferencias de implementación (Dogo et al., 2018).

En algoritmos de DRL, las ANNs se utilizan para aproximar la poĺıtica del actor, aśı como la estimación del

valor de estado del cŕıtico.

3.3.2. Algoritmo de Gradiente de Poĺıtica Determinista Profunda (DDPG)

La integración de ANNs al paradigma de RL, permitió el desarrollo de métodos actor-cŕıtico directamente

aplicables en entornos con espacios de estado y acción continuos. Uno de ellos, denominado algoritmo de gradien-
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te de poĺıtica determinista profunda (DDPG, Deep Deterministic Policy Gradient) (Lillicrap et al., 2019), está

compuesto por dos ANNs, una que representa la poĺıtica y otra que representa el cŕıtico. La poĺıtica está repre-

sentada por el actor µ(s|θµ) 7→ A, parametrizado por θµ. La función de valor de acción está representada por el

cŕıtico Q(s, a|θQ) 7→ R, parametrizado por θQ.

A diferencia de los algoritmos anteriores de gradiente de poĺıtica, que generan una distribución de probabilidad

para la selección de acciones que luego se muestrean para obtener la acción real, el actor DDPG produce acciones

deterministas que se alimentan directamente al entorno (van Hasselt, 2012). La evaluación de la acción por parte

del cŕıtico se utiliza posteriormente para mejorar la poĺıtica del actor. Este algoritmo es relativamente simple

de implementar y se destaca por ser robusto con respecto a sus hiperparámetros, como lo demuestra Lillicrap

et al. (2019), donde se utiliza el algoritmo DDPG en más de 20 tareas diversas con la misma configuración de

hiperparámetros y obtuvo un buen rendimiento general para todas ellas.

Una de las ventajas que presenta DDPG sobre otros métodos actor-cŕıtico es que puede ser entrenado off-policy ;

es decir, el entrenamiento puede realizarse con datos recolectados por otras poĺıticas. Contrario a esto, los algoritmos

on-policy solo pueden ser entrenados con datos generados por la poĺıtica actual, y en cada actualización de esta,

nuevos datos deben ser generados mediante nuevas interacciones con el entorno. Aśı, en DDPG las experiencias

resultantes de la interacción se almacenan en un búfer de reproducción R. La i-ésima experiencia almacenada en R

es la tupla (si, ai, ri, si+1) de estado, acción, recompensa y siguiente estado. Durante el entrenamiento, se realiza

un muestreo aleatorio de mini lotes del búfer R y se utilizan como ejemplos de entrenamiento para optimizar los

parámetros de las ANNs del cŕıtico y del actor.

El objetivo del cŕıtico es aproximar la función de valor de acción, por lo que este enfoque está estrechamente

relacionado con Q-learning y se basa en el mismo principio: si conoce la función de valor de acción óptima Q∗(s, a),

entonces, en cualquier estado dado, la acción óptima a∗(s) se puede encontrar resolviendo:

a∗(s) = argmáx
a∈A

Q∗(s, a). (3.31)

En el caso discreto, este proceso de optimización es relativamente simple: se calculan los valores Q para cada

acción y se selecciona la acción con mayor valor. No obstante, en el caso continuo, no es posible evaluar exhausti-

vamente el espacio de acción, y utilizar otras técnicas de optimización resulta inviable, ya que este proceso necesita

realizarse en cada iteración, lo cual puede convertirse en un procedimiento exhaustivo (Lillicrap et al., 2019).

Para solucionar este problema, en DDPG se asume que la función Q∗(s, a) es diferenciable con respecto al

argumento de acción, lo que permite establecer una regla de aprendizaje basada en gradientes para la poĺıtica y

para la función de valor de acción. Entonces, en lugar de ejecutar una costosa subrutina de optimización cada

vez que desea calcular máxaQ(s, a), se puede aproximar con máxaQ(s, a) ≈ Q (s, µ(s)). Aśı, la optimización de

los parámetros del cŕıtico se realiza mediante el procedimiento estándar de aprendizaje supervisado, descrito en la

Ec. (3.29), donde la estimación es la ANN evaluada en el estado actual, y la salida esperada (i.e., objetivo) es la
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función descontada de valor de acción estimada en el siguiente estado más la recompensa inmediata (Hou et al.,

2017):

L(θQ) = E

[(
f(s, a)− y(r, s′)

)2
]
= E

(s,a,r,s′)∼R

[(
Q(s, a|θQ)−

(
r + γmáx

a′
Q(s′, a′|θQ)

))2
]
, (3.32)

donde a′ y s′ son las acciones y estados siguientes, respectivamente.

Suponiendo que el actor µ es óptimo, es decir máxaQ(s, a) ≈ Q (s, µ(s)), entonces la función de pérdida del

cŕıtico se puede expresar como (Lillicrap et al., 2019):

L(θQ) = E
(s,a,r,s′)∼R

[(
Q(s, a|θQ)−

(
r + γQ

(
s′, µ(s′)

)
|θQ, θµ

))2
]
. (3.33)

Previo al trabajo presentado por Mnih et al. (2015), el entrenamiento de ANNs para aprender funciones de valor

era un proceso inestable, debido a dos problemas principales. Primero, los datos utilizados para el entrenamiento

supervisado deben ser independientes e idénticamente distribuidos, sin embargo, las transiciones en el entorno tienen

una alta correlación entre ellas. Segundo, la salida esperada, en la función de costo descrita en la Ec. (3.33), depende

de los mismos parámetros a optimizar, lo que implica que el objetivo está siempre en movimiento. Para solucionar

estos problemas se utiliza el búfer de reproducción R, y las redes de objetivo Q′ y µ′.

Al muestrear experiencias aleatorias del búfer de reproducción se rompe la correlación entre las experiencias en

las trayectorias. Mientras que las redes de objetivo mantienen fija la función de valor de acción que se utiliza para

calcular el valor de la función de costo, lo que hace el proceso de entrenamiento más estable. Los parámetros de

las redes de objetivo no son actualizados mediante el gradiente, en cambio se actualizan mediante un promedio de

Polyak respecto a los parámetros de las redes principales

θ′ ← ρθ + (1− ρ)θ′, (3.34)

donde 0 ≤ ρ ≤ 1 es la velocidad de actualización de los parámetros de las redes de objetivo. En el art́ıculo

original (Lillicrap et al., 2019) se recomienda usar ρ = 0.001.

Al incluir las redes de objetivo en la Ec. (3.33), la nueva función de costo se expresa como:

L(θQ) = E
(s,a,r,s′)∼R

[(
Q(s, a|θQ)−

(
r + γQ′(s′, µ′(s′)

)
|θQ′

, θµ
′
))2

]
. (3.35)

Note que la estimación y la salida esperada ya no dependen de los mismos parámetros. Aśı, los parámetros del

cŕıtico son optimizados mediante el algoritmo de descenso de gradiente de tal forma que minimicen esta función de

costo. La regla de actualización de los parámetros del cŕıtico es:

θQk+1 = θQk − αQ∇θQL(θQk ), (3.36)
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donde αQ es el factor de aprendizaje del cŕıtico, k es el número de iteraciones, y θQk son los parámetros del cŕıtico

en la iteración k. Un factor de aprendizaje recomendado para el cŕıtico es αQ = 0.001 (Islam et al., 2017).

Respecto al entrenamiento del actor, el objetivo de la optimización es maximizar la expectativa de retorno cuando

se sigue la poĺıtica definida por los parámetros de la red. Esta función de desempeño se expresa como (Eckstein,

2020):

J(θµ) = E [Q(s, a)] = Es∼R [Q (s, µ(s|θµ))] . (3.37)

El gradiente de la función de desempeño indica la dirección de actualización de los parámetros del actor, de tal

forma que maximice Q(s, a). Debido a que a = µ(s), la función Q es una función compuesta, por lo que el gradiente

es calculado utilizando la regla de la cadena (Lillicrap et al., 2019), es decir:

∇θµJ(θµ) = Es∼R
[
∇θµQ(s, a|θQ)

]
= Es∼R

[
∇aQ(s, a|θQ)∇θµµ(s|θµ)

]
. (3.38)

Intuitivamente, el gradiente de la función se puede dividir en dos partes. El gradiente ∇aQ indica la dirección

en la que debe moverse la acción para maximizar el valor de la función de acción, mientras que el gradiente ∇θµµ

indica la dirección en la que deben actualizarse los parámetros de la red para maximizar la acción. Al multiplicar

ambos gradientes se obtiene la dirección en la que los parámetros deben moverse para maximizar Q.

Aśı, la regla de actualización de los parámetros del actor es:

θµk+1 = θµk + αµ∇θµJ(θµk ), (3.39)

donde αµ es el factor de aprendizaje del actor, k es el número de iteraciones, y θµk son los parámetros del actor en

la iteración k. Un factor de aprendizaje recomendado para el actor es αµ = 0.0001 (Islam et al., 2017).

Al observar las ecuaciones, es evidente que la clave para optimizar la poĺıtica es una buena aproximación de los

valores de acción por parte del cŕıtico, ya que este es el elemento determinante en el gradiente de poĺıtica utilizado

para actualizar al actor.

En cuanto a la exploración del espacio de estado y acción, al ser una poĺıtica determinista, DDPG requiere

una estrategia de exploración expĺıcita. De manera similar a una exploración ϵ-greedy de Q-learning para espacios

discretos, en el caso continuo se utiliza una exploración indirecta, la cual consiste en agregar un componente de

ruido aleatorio, muestreado de un proceso N , a la acción elegida por el actor (Lillicrap et al., 2019), es decir:

at = µ(st|θµt ) +Nt, (3.40)

donde N se elige de acuerdo al espacio de acción del entorno.

El algoritmo DDPG se presenta en el Algoritmo 1 y se detalla a continuación. Se inicializan dos redes neuronales,
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Algoritmo 1: Algoritmo de gradiente de poĺıtica determinista profunda (DDPG)

Entrada: Tamaño de mini lote N , número de episodios M , factor de descuento γ, tasa de aprendizaje del
cŕıtico αQ, tasa de aprendizaje del actor αµ, factor de promedio de Polyak ρ

Salida: Actor entrenado µ(s|θµ)
1 Inicializar aleatoriamente las redes neuronales Q(s, a|θQ) y µ(s|θµ) con pesos θQ y θµ, respectivamente
2 Inicializar un búfer de repetición vaćıo R
3 Inicializar las redes de objetivo Q′, y µ′

θQ
′ ← θQ

θµ
′ ← θµ

4 para episodio = 1 hasta M hacer
5 Inicializar un proceso aleatorio N para la exploración de acciones
6 Recibir el estado inicial s0
7 para paso t = 0 hasta T hacer
8 Seleccionar acción at = µ(st|θµ) +N de acuerdo a la poĺıtica actual y al ruido de exploración
9 Ejecutar at y observar la recompensa rt+1 y el nuevo estado st+1

10 Guardar la transición (st, at, rt+1, st+1) en el búfer de repetición R
11 Muestrear un mini lote de N transiciones (st, at, rt+1, st+1) del búfer de repetición R
12 Hacer yi = ri+1 + γQ′(si+1, µ

′(si+1|θµ
′ |θQ′

))
13 Calcular la función de costo del cŕıtico, (3.35):

L(θQ) = 1

N

N∑
i

(
yi −Q(s, a|θQ)

)2
14 Actualizar los parámetros del cŕıtico para minimizar la función de costo, (3.36):

θQk+1 = θQk − αQ∇Q
θ L(θ

Q
k )

15 Calcular la función de desempeño del actor, Ec. (3.37), y su gradiente, (3.38):

J(θµ) = E [Q (s, µ(s|θµ))]

∇θµJ(θµ) = E
[
∇aQ(s, a|θQ)∇θµµ(s|θµ)

]
.

16 Actualizar los parámetros del actor para maximizar la función de desempeño, (3.39):

θµk+1 = θµk + αµ∇θµJ(θµk )

17 Actualizar los parámetros de las redes objetivo, (3.34):

θQ
′ ← ρθQ + (1− ρ)θQ′

θµ
′ ← ρθµ + (1− ρ)θµ′

18 devolver µ(·)
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una para trabajar como actor, µ(s|θµ), y la segunda para trabajar como cŕıtico, Q(s, a|θQ). Se crean dos copias de

estas redes, que funcionarán como el actor objetivo y el cŕıtico objetivo, µ′ y Q′, respectivamente. Se crea un búfer

de reproducción vaćıo R para almacenar las experiencias del agente al interactuar con el entorno (estados s, acciones

a, recompensas rt+1, siguientes estados st+1). Cada interacción entre el agente y el entorno cuenta como un paso de

tiempo, representado por t. Una colección de un número dado de pasos de tiempo T se llama episodio. El algoritmo

DDPG se repite durante un número deseado de episodios M . Al comienzo de cada episodio, se inicializa un proceso

aleatorio N para la exploración del espacio de estado-acción, y el agente recibe la información del estado inicial s0.

Para cada paso de tiempo, se calcula una acción a través de la ANN del actor y se agrega un componente de ruido

de exploración (las acciones ruidosas permiten al agente explorar el espacio de estado más allá de su poĺıtica, lo

que conduce a recompensas futuras, probablemente, más altas). Esta acción se ejecuta en el entorno, que devuelve

el siguiente estado y la recompensa por la acción. La experiencia resultante (s, a, rt+1, st+1) se almacena en el búfer

de reproducción. Se muestrea un lote de N experiencias del búfer de reproducción para entrenar ambas redes. El

entrenamiento consta de los siguientes pasos: el cŕıtico Q evalúa los estados y acciones muestreados, y actualiza

sus parámetros θQ un paso en la dirección opuesta del gradiente respecto del valor objetivo, obtenido de las redes

µ′ y Q′; los parámetros del actor θµ se actualizan en la dirección del gradiente que maximice el valor del cŕıtico.

Los parámetros de las redes actor y cŕıtico se copian en las redes objetivo, µ′ y Q′, respectivamente, en función

del factor de promedio de Polyak ρ. Siguiendo este proceso, la ANN del actor tiende a aumentar la probabilidad

de sugerir acciones que serán mejor evaluadas por el cŕıtico, lo que conducirá a mayores recompensas y a un mejor

desempeño del agente.

3.3.3. Algoritmo de Gradiente de Poĺıtica Determinista Profunda con Retraso Ge-

melo (TD3)

Un problema en DDPG es que la función Q aprendida puede sobreestimar los valores de acción, lo que conduce

al aprendizaje de poĺıticas que explotan estos errores en la estimación. Si bien la poĺıtica aprendida es óptima

respecto a la función Q aprendida, es sub-óptima respecto a los valores reales de la función de acción. El algoritmo

de TD3 (Fujimoto et al., 2018) aborda este problema de sobreestimación con tres caracteŕısticas clave:

1. Agregar ruido a las acciones del actor durante el entrenamiento.

2. Usar un par de redes cŕıticas (la parte gemelo en el t́ıtulo).

3. Actualizar con menos frecuencia los parámetros del actor (la parte retraso en el t́ıtulo).

La primera caracteŕıstica de TD3 es la adición de ruido en las acciones calculadas por el actor objetivo, las cuales

se utilizan para calcular el objetivo en la actualización de los cŕıticos. Esta caracteŕıstica se denomina suavizado

de la poĺıtica objetivo y es una técnica de regularización utilizada para evitar variaciones en la función de valor de
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acción. Idealmente, para acciones similares en el mismo estado, los valores Q debeŕıan ser también similares. TD3

reduce la variación entre el valor de acciones similares al agregar una señal pequeña de ruido aleatorio al objetivo y

promediarlo sobre mini lotes (Zhou et al., 2021). Para calcular las acciones con ruido ã se utilizan dos subprocesos.

Primero se muestrea el componente de ruido ε de una distribución normal con media cero y varianza σ2, se recorta

para limitarlo entre el intervalo [−c, c] y se suma a las acciones. Segundo, la acción con ruido se recorta para limitarla

a los ĺımites del entorno, definidos por [aMin, aMax]:

ã′ = clip
(
µ′(s′) + clip (ε,−c, c) , amı́n, amáx

)
, ε ∼ N (0, σ2) (3.41)

donde ã′ es la acción a tomar en el estado siguiente más el componente de ruido, y clip(ε,−c, c) es el equivalente a

máx(mı́n(ε, c),−c).

La segunda caracteŕıstica añadida a TD3 es el uso de dos redes cŕıticas. Ambos cŕıticos se entrenan de la misma

manera que el único cŕıtico en DDPG, con una diferencia: para calcular el objetivo se utiliza cualquiera de las dos

funciones Q′ que proporcione el valor más pequeño:

y(r, s′) = r + γ mı́n
i=1,2

Q′
θi

(
s′, µ′(s′|θµ′

)|θQ
′

i

)
, (3.42)

y ambos cŕıticos se actualizan conforme a la minimización de su función de pérdida correspondiente:

L(θQ1 ) = E
(s,a,r,s′)∼R

[(
Qθ1(s, a|θQ1 )− y(r, s′)

)2
]
, (3.43)

L(θQ2 ) = E
(s,a,r,s′)∼R

[(
Qθ2(s, a|θQ2 )− y(r, s′)

)2
]
. (3.44)

Usar el valor de acción más pequeño para el objetivo y optimizar los parámetros hacia él ayuda a evitar la

sobreestimación en la función Q (Shehab et al., 2021).

La tercera caracteŕıstica de TD3 es el retraso de la actualización de los parámetros del actor. Esto permite que

los cŕıticos se vuelvan más estables y reduzcan los errores antes de que se usen para actualizar al actor (Zhang et al.,

2020). En la práctica, la poĺıtica se actualiza después de un determinado número de iteraciones, mientras que los

cŕıticos se actualizan en cada iteración. La actualización de los parámetros en la poĺıtica sigue el mismo principio

que en DDPG, maximizar la expectativa de retorno cuando se sigue la poĺıtica definida por los parámetros de la

red:

J(θµ) = Es∼R [Qθ1(s, µ(s)|θµ)] . (3.45)

Estas actualizaciones menos frecuentes en los parámetros de la poĺıtica, estabilizan el entrenamiento, ya que la
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poĺıtica influye en el cálculo del objetivo para la actualización de los parámetros de los cŕıticos. Debido a que ambos

cŕıticos se optimizan conforme al mismo valor objetivo, es indiferente usar uno u otro cŕıtico para actualizar los

parámetros del actor (Dankwa & Zheng, 2019).

En cuanto a la estrategia de exploración, se utiliza la misma estrategia que en DDPG; es decir, se agrega ruido

a las acciones en el momento del entrenamiento:

at = µ(st|θµt ) +Nt, (3.46)

donde N se elige de acuerdo al espacio de acción del entorno. Note que el ruido de exploración y el ruido de

regularización son independientes.

Al estar basado en DDPG, el algoritmo TD3 tiene una estructura muy similar a éste, y se presenta en el

Algoritmo 2. A continuación se detalla el proceso de entrenamiento. Se inicializan tres redes neuronales, una para

trabajar como actor, µ(s|θµ), y las otras dos funcionarán como cŕıticos, Qθ1(s, a|θQ1 ), Qθ2(s, a|θQ2 ). Al igual que

DDPG, cada una de estas redes principales tiene su respectiva copia, Q′
θ1
, Q′

θ2
y µ′, cuya función es un objetivo

fijo durante el proceso de optimización de los pesos. Se crea un búfer de reproducción vaćıo R para almacenar las

experiencias del agente al interactuar con el entorno (estados s, acciones a, recompensas rt+1, siguientes estados

st+1). Cada interacción entre el agente y el entorno cuenta como un paso de tiempo, representado por t. Una colección

de un número dado de pasos de tiempo T se llama episodio. El algoritmo TD3 se repite durante un número deseado

de episodios M . Al comienzo de cada episodio, se inicializa un proceso aleatorio N para la exploración del espacio

de estado-acción, y el agente recibe la información del estado inicial s0. Para cada paso de tiempo, se calcula una

acción a través de la ANN del actor y se agrega un componente de ruido de exploración (las acciones ruidosas

permiten al agente explorar el espacio de estado más allá de su poĺıtica, lo que conduce a recompensas futuras,

probablemente, más altas). Esta acción se ejecuta en el entorno, que devuelve el siguiente estado y la recompensa

por la acción. La experiencia resultante (s, a, rt+1, st+1) se almacena en el búfer de reproducción. Se muestrea un

lote de N experiencias del búfer de reproducción para entrenar las redes. Para suavizar la poĺıtica (i.e., prevenir

sobreestimación de la función de valor), a las acciones muestreadas del búfer se les añade un componente de ruido,

las cuales son usadas para entrenar a los cŕıticos. Ambos cŕıticos calculan el valor de acción objetivo y se selecciona

el mı́nimo de los dos para realizar la regresión, donde los parámetros de ambos cŕıticos, θQ1 y θQ2 , se optimizan

para minimizar su correspondiente función de pérdida. Los parámetros del actor θµ se actualizan una vez por cada

ψ actualizaciones de los cŕıticos, en la dirección del gradiente que maximice el valor del cŕıtico Qθ1 (ya que los

cŕıticos se entrenan con el mismo valor objetivo, ambos presentarán estimaciones similares). Los parámetros de las

redes actor y cŕıticos se copian en las redes objetivo, µ′, Q′
θ1

y Q′
θ2
, respectivamente, usando el factor de promedio

de Polyak ρ para realizar la actualización de los parámetros. Siguiendo este proceso, la ANN del actor tiende a

aumentar la probabilidad de sugerir acciones que serán mejor evaluadas por los cŕıticos, lo que conducirá a mayores

recompensas y a un mejor desempeño del agente.
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Algoritmo 2: Algoritmo de gradiente de poĺıtica determinista profunda con retraso gemelo (TD3)

Entrada: Tamaño de mini lote N , número de episodios M , factor de descuento γ, tasa de aprendizaje del
cŕıtico αQ, tasa de aprendizaje del actor αµ, factor de promedio de Polyak ρ, ruido de
exploración N , varianza del ruido de regularización σ2, pasos de retardo de actualización de la
poĺıtica ψ

Salida: Actor entrenado µ(s|θµ)
1 Inicializar aleatoriamente las redes neuronales Qθ1(s, a|θQ1 ), Qθ2(s, a|θQ2 ) y µ(s|θµ) con pesos θQ1 , θ

Q
2 y θµ,

respectivamente
2 Inicializar un búfer de repetición vaćıo R
3 Inicializar las redes de objetivo Q′

θ1
, Q′

θ2
y µ′

θQ
′

1 ← θQ1
θQ

′

2 ← θQ2
θ µ′ ← θ µ

4 para episodio = 1 hasta M hacer
5 Inicializar un proceso aleatorio N para la exploración de acciones
6 Recibir el estado inicial s0
7 para paso t = 0 hasta T hacer
8 Observar estado s y seleccionar acción de acuerdo a (3.46):

a = µ(s|θµ) +N

9 Ejecutar at y observar la recompensa rt+1 y el nuevo estado st+1

10 Guardar la transición (st, at, rt+1, st+1) en el búfer de repetición R
11 Muestrear un mini lote de N transiciones (st, at, rt+1, st+1) del búfer de repetición R
12 Calcular las acciones objetivo de acuerdo a (3.41):

ã′ = clip
(
µ′(s′) + clip (ε,−c, c) , amin, amax

)
, ε ∼ N (0, σ2)

13 Calcular los valores de acción objetivo, (3.42):

y(r, s′) = r + γ mı́n
i=1,2

Q′
θi

(
s′, µ′(s′|θµ′

)|θQ
′

i

)
14 Actualizar los parámetros del cŕıtico para minimizar la función de pérdida, (3.43) y (3.44):

L(θQj ) =
1

N

N∑
i

[(
Qθj (s, a|θQj )− y(r, s′)

)2
]
, j = 1, 2

15 si tmódψ = 0 entonces
16 Actualizar los parámetros del actor para maximizar la función de desempeño, (3.45):

J(θµ) =
1

N

N∑
i

[Qθ1(s, µ(s)|θµ)]

17 Actualizar los parámetros de las redes objetivo, (3.34):

θQ
′

j ← ρθQj + (1− ρ)θQ
′

j , j = 1, 2

θµ
′ ← ρθµ + (1− ρ)θµ′

18 devolver µ(·)
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3.3.4. Algoritmo TD3 con Demostraciones Expertas (TD4)

El algoritmo TD3 no utiliza ningún conocimiento previo y explora constantemente a través de la interacción con

el entorno para obtener la poĺıtica óptima. Sin embargo, el aprendizaje puede requerir una gran cantidad de tiempo,

dependiendo de la frecuencia de las interacciones con el entorno, la complejidad de las funciones a aproximar y la

dimensionalidad del espacio de estado-acción (Zhang et al., 2020).

Para realizar la exploración del espacio estado-acción, TD3 utiliza las acciones calculadas por la poĺıtica y agrega

un componente de ruido aleatorio a = π(s) +N . No obstante, la exploración aleatoria en espacios continuos no es

una solución eficiente. En su lugar, es posible realizar una exploración guiada por las demostraciones de un agente

experto, lo que permite acelerar la velocidad de convergencia y la estabilidad del proceso de entrenamiento (Nair

et al., 2018).

El objetivo del aprendizaje por demostración, también denominado Clonación Conductual (BC, Behavioral

Cloning), es entrenar a un agente para imitar el comportamiento de un experto. En este paradigma, el agente aprende

únicamente a través de las demostraciones; es decir, no se requiere el uso de recompensas ni interacciones con el

entorno. BC se ha convertido en un enfoque ampliamente utilizado para obtener sistemas de control autónomos. En

la práctica, es común que se dé preferencia al uso de algoritmos de BC sobre algoritmos RL, ya que las demostraciones

de expertos a menudo son más fáciles de conseguir que diseñar las recompensas apropiadas que requiere RL (Sasaki

& Yamashina, 2021).

En el paradigma de BC, el agente debe aprender una poĺıtica de imitación, π : S 7→ A, usando el conjunto

de demostraciones expertas D = {(s0, a0), (s1, a1), . . . , (sN , aN )}. Considere que π es una ANN parametrizada por

ϕ. El problema de BC consiste en encontrar el conjunto de parámetros ϕ para el cual πϕ minimice la función de

pérdida (Cortés et al., 2021):

L(ϕ) = E

[(
f(s)− y(s)

)2
]
= E

(s,a)∼D

[(
πϕ(s)− a

)2
]
. (3.47)

Este problema de optimización consiste en minimizar la diferencia entre las acciones ejecutadas por la poĺıtica

experta y las acciones estimadas por la poĺıtica aprendida. Note que este problema de optimización es equivalente

al problema de optimización de los parámetros en la función de valor de acción en DDPG y TD3, por lo que se

utiliza la misma técnica de SGD para la optimización de los parámetros.

En BC se asume que la demostración experta es óptima. Desafortunadamente, en la práctica es dif́ıcil obtener

demostraciones óptimas para muchas tareas porque el experto puede cometer errores o presentar comportamientos

ligeramente separados del óptimo. Estos errores incluyen operaciones innecesarias y/o incorrectas para desempeñar

las tareas. Además, la presencia de ruido en los sensores y/o actuadores del sistema pueden degradar la calidad de

la demostración. En este caso, los algoritmos de BC son incapaces de aprender la poĺıtica óptima (Sasaki et al.,

2020).
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Una posible solución para hacer frente a las demostraciones ruidosas es descartar las demostraciones no ópti-

mas entre todas las demostraciones recolectadas. No obstante, este proceso de selección resulta impráctico porque,

además de implicar un esfuerzo humano significativo, la cantidad de demostraciones descartadas podŕıa ser consi-

derable (Brown et al., 2019). Otra solución requiere anotar cada demostración con puntajes de confianza (Wu et al.,

2019), que si bien no supone descartar ninguna experiencia, realizar dichas anotaciones también requiere un esfuerzo

humano importante. Por lo tanto, es deseable obtener una solución que pueda hacer frente a las demostraciones

sub-óptimas sin ningún proceso de detección y anotación asociado con los comportamientos no óptimos.

Para afrontar este problema, en esta tesis se utiliza la técnica propuesta por Nair et al. (2018), la cual consiste

en modificar la función de pérdida del algoritmo BC para considerar solo las demostraciones en las que el valor Q

de la poĺıtica experta sea mayor que el valor Q de la poĺıtica aprendida:

LBC (θµ) = E
(s,a)∼D

[(
µ (s|θµ)− a

)2
1Q(s,a)>Q(s,µ(a))

]
, (3.48)

donde el śımbolo 1 se refiere a la función caracteŕıstica de un subconjunto, la cual indica la pertenencia del elemento

a dicho subconjunto.

Teniendo en cuenta que las demostraciones podŕıan no ser óptimas, es necesario utilizar una técnica de explo-

ración que permita al agente encontrar las acciones óptimas. La técnica de exploración adaptativa es una técnica

de exploración que permite al agente encontrar las acciones óptimas. La técnica de exploración adaptativa es una

versión mejorada de la estrategia ϵ-greedy, en la cual se ajusta dinámicamente el factor de exploración para adecuar

la probabilidad de exploración y explotación durante el entrenamiento. Al utilizar esta técnica, la acción ejecutada

en el entorno se calcula como:

at = µ(st|θµt ) + ϵtNt, (3.49)

donde ϵtNt se denomina ruido decreciente.

La magnitud del ruido decreciente depende de la cantidad de iteraciones que se hayan ejecutado en el entorno.

La magnitud del ruido decreciente se ajusta durante el entrenamiento como (Duan et al., 2020):

ϵt ← máx

(
ϵmı́n, ϵt

(
1− t

Tϵ

))
(3.50)

donde ϵmı́n es el valor final de la magnitud del ruido decreciente, Tϵ es la cantidad de interacciones necesarias para

alcanzar el valor mı́nimo de la magnitud, y t es la cantidad de interacciones que se han ejecutado en el entorno.

El método de exploración adaptativa puede mejorar la eficiencia de la exploración, reducir la duración de la

exploración y acelerar la convergencia del algoritmo (Dong & Zou, 2020).

Al estar basado en TD3, el algoritmo TD4 tiene una estructura muy similar a éste, y se presenta en el Algoritmo 3.
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La diferencia principal entre TD3 y TD4 es el uso de demostraciones expertas para el entrenamiento del actor. Aśı,

la función de desempeño a maximizar está determinada como:

J(θµ,R,D) = J(θµ,R)− LBC (θµ,D) = E
s∼R

[Q (s, µ(s|θµ))]− E
(s,a)∼D

[(
µ (s|θµ)− a

)2
1Q(s,a)>Q(s,µ(a))

]
, (3.51)

donde Q(·) puede ser cualquiera de los dos cŕıticos. Note que los parámetros se optimizan en la dirección positiva

del gradiente de la función de desempeño respecto a las experiencias recolectadas por el agentes, y en la dirección

opuesta al gradiente de la función de pérdida respecto a las demostraciones del experto.

A continuación se detalla el proceso de entrenamiento. Se inicializan tres redes neuronales, una para trabajar

como actor, µ(s|θµ), y las otras dos funcionarán como cŕıticos, Qθ1(s, a|θQ1 ), Qθ2(s, a|θQ2 ). Al igual que TD3, cada

una de estas redes principales tiene su respectiva copia, Q′
θ1
, Q′

θ2
y µ′, cuya función es un objetivo fijo durante el

proceso de optimización de los pesos. Se crea un búfer de reproducción vaćıo R para almacenar las experiencias

del agente al interactuar con el entorno (estados s, acciones a, recompensas rt+1, siguientes estados st+1). Cada

interacción entre el agente y el entorno cuenta como un paso de tiempo, representado por t. Una colección de un

número dado de pasos de tiempo T se llama episodio. El algoritmo TD4 se repite durante un número deseado de

episodios M . Al comienzo de cada episodio, se inicializa un proceso aleatorio N para la exploración del espacio de

estado-acción, y el agente recibe la información del estado inicial s0. Para cada paso de tiempo, se calcula una acción

a través de la ANN del actor y se agrega una componente de ruido de exploración decreciente a = µ(s|θµt ) + ϵN .

Esta acción se ejecuta en el entorno, que devuelve el siguiente estado y la recompensa por la acción. La experiencia

resultante (s, a, rt+1, st+1) se almacena en el búfer de reproducción. Se muestrea un lote de N experiencias del búfer

de reproducción R, y otro lote del búfer de reproducción del experto D, para entrenar las redes. Para suavizar la

poĺıtica (i.e., prevenir sobreestimación de la función de valor), a las acciones muestreadas del búfer se les añade una

señal de ruido, y posteriormente son usadas para entrenar a los cŕıticos. Ambos cŕıticos calculan el valor de acción

objetivo y se selecciona el mı́nimo de los dos para realizar la regresión, donde los parámetros de ambos cŕıticos, θQ1

y θQ2 , se optimizan para minimizar su correspondiente función de pérdida. Los parámetros del actor θµ se actualizan

una vez por cada ψ actualizaciones de los cŕıticos, en la dirección del gradiente que maximice el valor del cŕıtico

Qθ1 y minimice la diferencia entre las acciones estimadas y las acciones del experto. Los parámetros de las redes

actor y cŕıticos se copian en las redes objetivo, µ′, Q′
θ1

y Q′
θ2
, respectivamente, usando el factor de promedio de

Polyak ρ para realizar la actualización de los parámetros. Al finalizar cada interacción con el entorno, se actualiza

la magnitud del ruido decreciente ϵ. Siguiendo este proceso, la ANN del actor tiende a aumentar la probabilidad

de sugerir acciones que serán mejor evaluadas por los cŕıticos, al mismo tiempo que intentará imitar las acciones

del experto que considere óptimas respecto a los cŕıticos, lo que conducirá a mayores recompensas y a un mejor

desempeño del agente.
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Algoritmo 3: Algoritmo TD3 con demostraciones expertas (TD4)

Entrada: Demostraciones expertas D, tamaño de mini lote N , número de episodios M , factor de
descuento γ, tasa de aprendizaje del cŕıtico αQ, tasa de aprendizaje del actor αµ, factor de
promedio de Polyak ρ, ruido de exploración N , número de pasos de desvanecimiento de ruido de
exploración Tϵ, magnitud mı́nima de ruido de exploración ϵmı́n, varianza del ruido de
regularización σ2, pasos de retardo de actualización de la poĺıtica ψ

Salida: Actor entrenado µ(s|θµ)
1 Inicializar redes neuronales y búfer de reproducción, ver inicialización en TD3 (Algoritmo 2)
2 para episodio = 1 hasta M hacer
3 Inicializar un proceso aleatorio N para la exploración de acciones
4 Recibir el estado inicial s0
5 para paso t = 0 hasta T hacer
6 Observar estado s y seleccionar acción de acuerdo a Ec. (3.49):

a = µ(s|θµ) + ϵN

7 Ejecutar la acción at y observar la recompensa rt+1 y el nuevo estado st+1

8 Guardar la transición (st, at, rt+1, st+1) en el búfer de repetición R
9 Muestrear un mini lote de N transiciones (st, at, rt+1, st+1) del búfer de repetición R

10 Calcular las acciones objetivo de acuerdo a Ec. (3.41):

ã′ = clip
(
µ′(s′) + clip (ε,−c, c) , amin, amax

)
, ε ∼ N (0, σ2)

11 Calcular los valores de acción objetivo, Ec. (3.42):

y(r, s′) = r + γ mı́n
i=1,2

Q′
θi

(
s′, µ′(s′|θµ′

)|θQ
′

i

)
12 Actualizar los parámetros del cŕıtico para minimizar la función de pérdida, Ecuaciones (3.43) y

(3.44):

L(θQj ) =
1

N

N∑
i

[(
Qθj (s, a|θQj )− y(r, s′)

)2
]
, j = 1, 2

13 si tmódψ = 0 entonces
14 Muestrear un mini lote de N transiciones (st, at, rt+1, st+1) del búfer de repetición experto D
15 Calcular la función de pérdida de BC, Ec. (3.48):

LBC (θµ,D) = 1

N

N∑
i

[(
µ (s|θµ)− a

)2
1Qθ1

(s,a)>Qθ1
(s,µ(a))

]
16 Calcular la función de desempeño del actor, Ec. (3.45):

J(θµ,R) = 1

N

N∑
i

[Qθ1(s, µ(s)|θµ)]

17 Actualizar los parámetros del actor para maximizar la función de desempeño modificada con las
demostraciones, Ec. (3.51):

J(θµ,R,D) = J(θµ,R)− LBC (θµ,D)

18 Actualizar los parámetros de las redes objetivo, Ec. (3.34)

19 Actualizar el valor de ruido decreciente, Ec. (3.50):

ϵ← máx

(
ϵmı́n, ϵ

(
1− t

Tϵ

))
20 devolver µ(·)
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3.4. Conclusión

El aprendizaje por refuerzo establece un procedimiento formal para realizar tareas de control basadas en el

aprendizaje. En este sentido, los algoritmos de RL optimizan la poĺıtica de toma de decisiones de un agente mediante

una función de recompensa definida por el usuario. La función de recompensa define qué debe hacer un agente y un

algoritmo de aprendizaje por refuerzo determina cómo hacerlo.

Existen dos tipos básicos de algoritmos: los basados en la función de valor y los basados en el gradiente de la

poĺıtica. La ventaja que presentan los algoritmos basados en la función de valor es su facilidad de implementación y

rápida convergencia. No obstante, solo son aplicables en espacios discretos. Por su parte, los algoritmos basados en

el gradiente de la poĺıtica admiten espacios continuos, a cambio de una mayor complejidad en la implementación

y una menor velocidad de convergencia. En otras palabras, los algoritmos basados en el gradiente de la poĺıtica

necesitan más interacciones con el entorno antes de producir una poĺıtica satisfactoria.

La aproximación de la función de valor mediante redes neuronales artificiales ha permitido combinar ambos tipos

de algoritmos en el denominado algoritmo actor-cŕıtico, el cual permite resolver problemas de control en el espacio

continuo. Además, las técnicas de búfer de reproducción y de redes objetivo estabilizan el proceso de entrenamiento.

No obstante, es deseable que la poĺıtica óptima se obtenga lo más rápido posible, ya que el aprendizaje desde

cero puede requerir una gran cantidad de tiempo e interacciones, lo que limita en gran medida la aplicación de

DRL a muchas tareas del mundo real. Una estrategia para acelerar el aprendizaje es utilizar las demostraciones

recopiladas anteriormente por un experto. Sin embargo, el rendimiento del agente a partir de la demostración estará

limitado por el rendimiento del experto. Es decir, el agente aprenderá a comportarse como el experto, aún cuando

el experto cometa errores.

Para solucionar este problema, en esta tesis se propone usar las demostraciones para guiar el aprendizaje,

descartando aquellas que muestren un comportamiento sub-óptimo, mientras se permite que el agente interactúe

con el entorno para experimentar distintas acciones a las tomadas por el experto, lo que reduce la posibilidad de

aprender comportamientos sub-óptimos en el proceso de aprendizaje derivados de las demostraciones.
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Caṕıtulo 4

Técnica GMPPT Basada en TD4 para

un Sistema Fotovoltaico

En este caṕıtulo se presentan los trabajos de investigación realizados en el área de MPPT para sistemas PV

basados en DRL y se describen sus ventajas y limitaciones. A continuación, se plantea la problemática a resolver en

el caso de estudio, donde se presenta el sistema PV y la técnica GMPPT propuesta, delimitando las circunstancias

de operación del sistema. Posteriormente, se describe la implementación virtual (i.e., mediante simulación) del

algoritmo TD4; y finalmente, se verifica la eficacia de esta técnica mediante una serie de simulaciones, en las que

se compara el rendimiento con otras técnicas GMPPT basadas en DRL (TD3 y DDPG) y con la técnica MPPT

clásica P&O.

4.1. Introducción

Desde la construcción de la primera celda PV en 1941 (Zaidi, 2018) para generar enerǵıa eléctrica a partir de

enerǵıa solar, la investigación sobre esta tecnoloǵıa no se ha detenido. Más aún, debido a la reciente acentuación

de la crisis energética y la contaminación ambiental, el estudio de la tecnoloǵıa PV ha recibido una gran atención

en todo el mundo, particularmente en el desarrollo de técnicas para aumentar la eficiencia de los sistemas PV en

general, tales como la introducción de nuevos compuestos semiconductores, el perfeccionamiento de la electrónica de

los convertidores e inversores, y distintas formas de ensamblaje y fabricación. No obstante, la forma más accesible

para aumentar el rendimiento de los sistemas PV es mejorar su capacidad de GMPPT (Zhang et al., 2021).

DRL es un paradigma de AI, basado en ANNs, que puede utilizarse para resolver la tarea de GMPPT. La ventaja

de DRL sobre otras soluciones de AI es clara: su implementación no necesita conjuntos de datos de entrenamiento ni

conocimientos previos. Los algoritmos de DRL pueden acumular experiencia basada en la adquisición de datos de la

operación del sistema PV, y ajustar los parámetros de control en tiempo real. Distintos estudios han demostrado la
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capacidad de los algoritmos de DRL como técnicas GMPPT, superando el rendimiento de técnicas MPPT/GMPPT

clásicas y otras técnicas basadas en AI (Lin et al., 2021a). No obstante, la desventaja que presentan los algoritmos de

DRL es que requieren un gran número de experiencias (y generalmente, una gran cantidad de tiempo) para aprender

a extraer la máxima potencia disponible, ya que los algoritmos necesitan explorar el espacio de estado-acción del

sistema para distinguir las acciones de control correctas. En esta tesis se propone utilizar las demostraciones (i.e.,

experiencias) de un algoritmo MPPT P&O para guiar el proceso de exploración, utilizando el algoritmo denominado

TD4.

El problema de la tarea de GMPPT, MPPT generalizando al caso de PS, está caracterizado por un espacio de

estado multidimensional continuo: las caracteŕısticas eléctricas de operación del sistema PV, como voltaje y corriente

de los módulos PV; y por un espacio de acción unidimensional continuo: el ciclo de trabajo del convertidor DC-DC.

El objetivo central del controlador TD4 es calcular el cambio requerido en el ciclo de trabajo del convertidor para

mover el punto de operación actual del sistema PV hacia el GMPP.

4.2. Trabajos Relacionados

Respecto a los trabajos relacionados, se realiza una distinción entre dos categoŕıas: algoritmos MPPT/GMPPT

basados en RL y algoritmos MPPT/GMPPT basados en DRL. La primera categoŕıa utiliza exclusivamente el

algoritmo Q-learning, el cual es un método tabular basado en la recompensa media esperada. Aunque este algoritmo

tiene un buen desempeño como MPPT/GMPPT, tanto en condiciones de irradiancia uniforme como en condiciones

de PS, presenta la desventaja de requerir conjuntos discretos de espacio y de acción, ocasionando errores inherentes

a la discretización de señales continuas. Por otro lado, los algoritmos DRL utilizan ANNs como reemplazo a la tabla

utilizada por Q-learning, lo que permite estimar la recompensa media esperada para espacios de estado y acción

continuos. La integración de ANNs mejora la precisión de la acción, al no requerir la discretización de las señales.

4.2.1. Técnicas MPPT basadas en RL

Hsu et al. (2015) proponen un algoritmo MPPT Q-learning que utiliza mediciones de voltaje y corriente del

sistema PV para elaborar un conjunto de 4 estados discretos con codificación One-Hot , y un conjunto de 6 acciones

discretas para controlar el voltaje del sistema. La función de recompensa se define como una función delta que indica

si el punto de operación actual del sistema está en la vecindad del MPP. Los resultados obtenidos en simulación

muestran que el algoritmo RL MPPT propuesto tiene una mejor eficiencia de seguimiento que un algoritmo conven-

cional P&O en condiciones uniformes de irradiancia solar. La desventaja de este método es el diseño de la función de

recompensa, el cual depende del sistema PV y de los conocimientos del usuario. Youssef et al. (2016) proponen un

algoritmo similar, el cual difiere únicamente en la función de recompensa. Esta función define recompensas positivas

si la potencia de salida se incrementa, recompensas negativas si disminuye, y recompensas de cero si la potencia
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no vaŕıa significativamente. Los resultados obtenidos en simulación muestran que el algoritmo propuesto tiene una

mayor velocidad de seguimiento y menos oscilaciones en estado estable que un método convencional P&O, para

condiciones de irradiancia uniforme.

Lin et al. (2020) utilizan directamente las mediciones de voltaje y corriente como estados, en lugar de utilizar

codificación One-Hot , lo que proporciona al controlador información más precisa sobre el punto de operación actual

del sistema. Los resultados obtenidos en simulación muestran que el algoritmo RL tiene una mejor eficiencia de

seguimiento que un algoritmo MPPT de Lógica Difusa (FL, Fuzzy Logic) y un algoritmo P&O, para un sistema

PV aislado en condiciones uniformes de irradiancia.

Kofinas et al. (2017) proponen la inclusión de un estado adicional que señala la pendiente entre el punto

de operación actual y el punto de operación en el instante anterior. Una pendiente de cero indica que el punto

de operación actual corresponde al MPP. Este estado adicional permite mitigar las oscilaciones en la potencia

generada en el estado estable al omitir el uso de perturbaciones una vez que se ha alcanzado el MPP. Los resultados

obtenidos por simulación muestran que el algoritmo MPPT RL es capaz de producir mayor enerǵıa que un algoritmo

convencional P&O en condiciones de irradiancia uniforme.

Lin et al. (2021a) restringen los puntos de operación del sistema PV entre el 60% y 90% del voltaje de circuito

abierto, ya que generalmente el MPP se encuentra dentro de este rango. Esto permite acelerar la velocidad de

convergencia del algoritmo al disminuir el espacio de estado del sistema. Los resultados obtenidos en simulación

muestran que el algoritmo propuesto tiene un mejor desempeño que P&O y FL, para un sistema PV aislado en

condiciones de irradiancia uniforme. No obstante, esta técnica no puede aplicarse a sistemas en condiciones de PS,

ya que no es posible garantizar que el MPP se encuentre únicamente en este rango de operación.

Bavarinos et al. (2021) optimizan el conjunto discreto de acciones del algoritmo RL mediante un algoritmo

genético (GA, Genetic Algorithm). Los resultados obtenidos en simulaciones muestran que el algoritmo RL presenta

un mejor desempeño que un algoritmo FL. Sin embargo, la inclusión de GA demora la convergencia del algoritmo

MPPT al requerir dos procesos distintos de optimización.

Chou et al. (2020) utilizan mediciones de voltaje de cada uno de los módulos que componen al sistema PV

para extender el uso de la técnica MPPT basada en Q-learning a condiciones de PS. Los resultados obtenidos por

simulación y experimentalmente muestran que el algoritmo GMPPT es capaz de ubicar correctamente el GMPP, a

diferencia de un método P&O, lo que resulta en una mayor generación de enerǵıa. El inconveniente de este método

es que el entrenamiento se realiza fuera de ĺınea, mediante un conjunto de datos obtenidos para distintos patrones

de sombreado y distintas condiciones de irradiancia. Hsu et al. (2020) realizan un estudio similar para condiciones

PS. El método propuesto utiliza un conjunto de datos de entrenamiento extráıdos del sistema PV para implementar

la función de recompensa, por lo que se requiere diseñar una función distinta para cada sistema PV, lo cual no es

práctico. Para generalizar el uso de la técnica a cualquier sistema PV, Kalogerakis et al. (2020) proponen utilizar

un método h́ıbrido Q-learning – P&O, donde el algoritmo Q-learning ubica la región del GMPP y el algoritmo P&O
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realiza el ajuste fino. Los resultados obtenidos en simulación muestran que el método RL tiene una mayor velocidad

de convergencia que un método de optimización de enjambre de part́ıculas (PSO, Particle Swam Optimization).

Zhang et al. (2019) utilizan múltiples agentes (i.e., múltiples controladores y sistemas) para acelerar el proceso

de aprendizaje de un algoritmo RL GMPPT basado en Q-learning para sistemas PV en condiciones de PS. Los resul-

tados obtenidos muestran que el algoritmo propuesto tiene mejor desempeño que distintas técnicas convencionales

y MHO, gracias a la coordinación efectiva entre búsqueda local e intercambio global entre agentes.

Ding et al. (2019) proponen utilizar el concepto de transferencia de aprendizaje en el algoritmo Q-learning, lo

que permite descomponer el espacio de estado en sub-estados, acelerando el proceso de aprendizaje sin la necesidad

de utilizar múltiples agentes. Los resultados obtenidos por simulación muestran que el algoritmo propuesto permite

generar una mayor cantidad de enerǵıa que algoritmos MPPT como P&O, GA y PSO, entre otros. No obstante, el

diseño de este algoritmo es complicado y tiene la limitante de requerir espacios discretos de estado y de acción.

4.2.2. Técnicas MPPT basadas en DRL

Chou et al. (2019) utilizan de una ANN para aproximar la función de recompensa media esperada, lo que

soluciona el inconveniente del uso de espacios discretos para el conjunto de estado, sin embargo, requiere de un

conjunto finito de acción. Los resultados experimentales muestran que el algoritmo MPPT propuesto permite

generar una mayor cantidad de enerǵıa que un algoritmo MPPT Q-learning y un algoritmo P&O, en un sistema

PV bajo condiciones uniformes de irradiancia.

Okafor et al. (2021) emplean el algoritmo RL DDPG para realizar la tarea de MPPT en un sistema PV en

condiciones uniformes de irradiancia solar. Este algoritmo no requiere la discretización de estados ni de acciones, es

decir, admite espacios continuos. Los resultados obtenidos mediante simulación muestran que el algoritmo MPPT

DDPG tiene una mejor eficiencia de seguimiento y un menor tiempo de convergencia que las técnicas MPPT P&O

y PSO. Finalmente, Avila et al. (2020) y Phan et al. (2020) proponen una formulación similar para sistemas PV

en condiciones de PS. Los resultados obtenidos por simulación muestran que la técnica GMPPT DDPG es capaz

de ubicar correctamente el GMPP, disminuyendo las pérdidas de enerǵıa ocasionadas por PS. No obstante, estos

algoritmos presentan un desempeño deficiente durante la fase de exploración, lo que reduce la cantidad de enerǵıa

generada durante ésta.

Una caracteŕıstica compartida por las técnicas MPPT y GMPPT es que, se basan únicamente en la experiencia

recolectada por el agente mediante la continua interacción con los sistemas PV. Si bien, se obtienen resultados

satisfactorios con este enfoque, ningún estudio plantea el uso de demostraciones expertas en la fase de entrenamiento

para mejorar el desempeño del algoritmo, lo que se propone en esta tesis.
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4.3. Definición del Caso de Estudio

La arquitectura del sistema PV estudiado está basado en una nano-red, la cual se define como un sistema de

distribución y generación de enerǵıa localizado, con una capacidad instalada menor a 50 kW (Burmester et al.,

2017), que se puede usar para alimentar una sola casa o edificio pequeño, o incluso un veh́ıculo eléctrico (Gharibeh

et al., 2021). La nano-red puede conectarse a la red eléctrica principal u operar de forma aislada (Cordova-Fajardo

& Tututi, 2019).

El sistema PV está constituido por un arreglo PV, integrado por cuatro módulos y su respectivo diodo en

derivación, un convertidor DC-DC tipo boost, y una carga DC, constituida por una bateŕıa y una resistencia, como

se muestra en la Fig. 4.1.

Módulo 1

Módulo 2

Módulo 3

Módulo 4

Arreglo PV

Convertidor
Boost

Algoritmo
MPPT

Resistencia

Bateŕıa

Carga DC

Resistencia

Bateŕıa

Estado

Ciclo de
Trabajo

Ppv

Figura 4.1: Diagrama del sistema PV en condiciones de sombreado parcial para el caso de estudio. Se considera una
arquitectura de nano-red aislada.

En este estudio se realizan las siguientes consideraciones:

El sistema PV opera como una nano-red aislada, es decir, sin conexión con la red eléctrica principal.

El voltaje del bus de DC (i.e., el voltaje de la bateŕıa) es de 48 V, lo cual es t́ıpico en arquitecturas de

nano-redes (Joseph et al., 2018). Este voltaje se mantiene constante durante todo el tiempo de operación del

sistema, es decir, no se considera la descarga de la bateŕıa.

El valor de la resistencia en la carga es de 80 Ω, como se sugiere en diversos estudios (Başoğlu & Çakır, 2016;

Chou et al., 2019; Ding et al., 2019).

El modelo del convertidor DC-DC tipo boost utilizado corresponde al modelo promediado, incluido en

MATLAB/Simulink.

El resto de parámetros del sistema PV utilizados en la simulación se muestran en la Tabla 4.1.

Al definir el problema en términos de DRL, los elementos del sistema PV se asocian con la entidad corres-

pondiente en este paradigma. Resulta intuitivo que el arreglo PV, el convertidor boost y la carga DC representan

al entorno, mientras que el algoritmo GMPPT representa al agente, basado en el algoritmo TD4. El objetivo del

60



Tabla 4.1: Parámetros de los componentes del sistema PV en el caso de estudio

Parámetro Magnitud

Módulos PV* Pmax 50 W
Vmpp 6.57 V
Impp 7.61 A
Voc 8.22 V
Isc 8.21 A
µI 3.2×10−3 A/oC
Ns 12

Arreglo PV† Pmax 200 W
Vmpp 26.3 V
Impp 7.61 A
Voc 32.9 V
Isc 8.21 A

Carga R 80 Ω
Vbat 48 V

* Todos los módulos PV comparten las mismas caracteŕısticas eléctricas.
† Equivalente al módulo PV comercial Kyocera KC200GT.

agente es determinar la acción de control, definida como el cambio requerido en el ciclo de trabajo del convertidor,

que mueva el punto de operación actual del sistema PV hacia el GMPP.

El agente está conformado por una red neuronal artificial que parametriza la poĺıtica del actor, denotada por

µ, y dos redes neuronales artificiales que parametrizan a los cŕıticos, denotados por Q1 y Q2. Adicionalmente, cada

una de estas redes principales tiene su respectiva red objetivo, utilizadas para estabilizar el proceso de aprendizaje.

Un algoritmo P&O provee las demostraciones expertas, en el búfer de reproducción D, utilizadas para guiar el

aprendizaje durante la fase de exploración. Durante el aprendizaje, el agente almacena la experiencia obtenida al

interactuar con el entorno en el búfer de reproducción R. El objetivo del agente es encontrar los parámetros θµ de

la poĺıtica, de tal forma que se maximice la función de desempeño descrita en la Ec. (3.51):

J(θµ) = E
s∼R

[Q (s, µ(s|θµ))]− E
(s,a)∼D

[(
µ (s|θµ)− a

)2
1Q(s,a)>Q(s,µ(a))

]
. (4.1)

Para utilizar el algoritmo TD4, descrito en el Algoritmo 3, se formula la tarea de GMPPT como un MDP, lo

que se detalla a continuación.

4.3.1. Modelo MDP del Sistema PV

Como se explicó anteriormente, para utilizar un algoritmo RL/DRL es necesario definir el problema de optimi-

zación como un MDP compuesto por cinco elementos,M = {S,A, T , r, γ}.

En el caso de la tarea de GMPPT, la función de transición T depende de las condiciones ambientales (i.e.,

condiciones atmosféricas). Dado que la atmósfera es un sistema no linear caótico (Yushou et al., 2008), y el caos
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no puede ser descrito por ninguna ecuación (Cai et al., 2021), la función de transición T no puede conocerse. No

obstante, los algoritmos de DRL, al estar basados en la experiencia, no requieren esta información.

El resto de los elementos del MDP, los cuales śı son requeridos por el algoritmo TD4, se definen en las siguientes

subsecciones.

Espacio de estado

La propiedad fundamental de un MDP, conocida como la propiedad de Markov, establece que cada transición

de estado es independiente de la historia de estados y acciones anteriores y depende solo del estado y la acción

actuales; asimismo, cada recompensa es independiente de los estados, acciones y recompensas pasadas y depende

únicamente de la transición más reciente (Kalogerakis et al., 2020). En otras palabras, el estado actual del sistema

contiene toda la información necesaria para predecir la recompensa actual en base a la acción elegida.

Para cumplir con la propiedad de Markov, el espacio de estado del MDP de GMPPT se define como:

S : {Vpv,∆Vpv, Ppv,∆Ppv, Vj ,∆Vj} ∈ R, j = 1, 2, 3, 4, (4.2)

donde Vpv es el voltaje en terminales del arreglo PV, ∆Vpv es la diferencia entre el voltaje actual y el voltaje en el

instante anterior, Ppv es la potencia generada por el sistema PV, ∆Ppv es la diferencia entre la potencia actual y la

potencia del instante anterior, y Vj y ∆Vj son el voltaje en terminales y la diferencia de voltaje para el módulo j,

respectivamente.

Los voltajes y potencias de cada módulo, y del arreglo en conjunto, son suficientes para inferir la información

de los patrones de sombreado y las condiciones meteorológicas (Chou et al., 2020); mientras que la diferencia de las

mediciones respecto al instante anterior (∆Vpv,∆Ppv,∆Vj) indican al agente la dirección en la que se ha movido el

punto de operación del sistema PV en el instante anterior (Avila et al., 2019).

De esta manera, se requieren 12 estados para describir el MDP del sistema PV mostrado en la Fig. 4.1.

Espacio de acción

El agente determina la magnitud de cambio ∆D del ciclo de trabajo del convertidor para mover el punto de

operación del sistema PV hacia el GMPP. Aśı, el agente decide incrementar, reducir, o no modificar el ciclo de

trabajo. Para lograr un seguimiento rápido, el agente debe seleccionar una perturbación pequeña si el punto de

operación está cerca del GMPP, y una perturbación mayor si el punto de operación se encuentra distante.

De esta manera, se define el espacio de estado como el conjunto de las perturbaciones permitidas en el ciclo de

trabajo del convertidor DC del sistema:

A : {∆D ∈ R | − 1 ≤ ∆D ≤ 1}. (4.3)
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Aśı, el ciclo de trabajo del convertidor para el instante siguiente se determina como:

Dt+1 = Dt +∆Dt, (4.4)

donde Dt es el ciclo de trabajo actual y ∆Dt es la acción elegida por el agente.

Función de recompensa

La recompensa es un valor numérico que el ambiente otorga al agente e indica la evaluación del desempeño de

la acción elegida. Esta métrica de desempeño juega un papel vital en la fase de aprendizaje de un agente, ya que la

optimización de parámetros tiene como objetivo maximizar la recompensa esperada.

En el caso de GMPPT, el agente recibe una recompensa proporcional a la cantidad de potencia generada (Wang

et al., 2021). Formalmente, la función de recompensa está definida como:

R(st, at, st+1) : rt+1 = Ppv, t+1, (4.5)

donde Ppv, t+1 es la potencia generada por el sistema PV al evaluar la acción at elegida por el agente en el estado

st.

De esta manera, mientras mayor sea la recompensa acumulada por el agente, mayor será la cantidad de potencia

generada por el sistema PV.

Factor de descuento

El factor de descuento γ es un valor que se utiliza para ayudar al agente a encontrar secuencias óptimas de

acciones futuras, que conduzcan diligentemente a grandes recompensas posteriores, y no solo a la acción óptima

actual. En el sistema PV, la dinámica de la planta es instantánea, ya que la enerǵıa generada es utilizada enseguida

por la carga. En otras palabras, maximizar la recompensa inmediata es equivalente a maximizar la recompensa

futura. Por lo tanto, el factor de descuento utilizado es γ = 0.

4.3.2. Métrica de evaluación

La métrica de evaluación seleccionada para comparar el desempeño de los modelos es la eficiencia de seguimiento,

la cual está definida como (Xu et al., 2020):

η = E
[∑ PMPPT

Pmax

]
× 100%, (4.6)

donde PMPPT es la potencia generada por el sistema PV utilizando el algoritmo MPPT y Pmax es la potencia

máxima teórica.
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4.4. Implementación virtual

La implementación y entrenamiento del algoritmo TD4 se realiza utilizando el lenguaje de programación Python

y el marco de aprendizaje automático de código abierto PyTorch, ya que en los últimos años la comunidad de AI

(y en especial los usuarios de ML) han popularizado y estandarizado el uso de estas herramientas para la ejecución

de algoritmos de aprendizaje automático. Mientras que el modelado y simulación del sistema PV se efectúa en el

entorno de programación visual Simulink y la plataforma de cómputo numérico MATLAB, debido a la accesibilidad

que brindan estas plataformas para diseñar y simular sistemas dinámicos, además de ser ampliamente utilizado y

aceptado en el área de control. La comunicación entre ambos entornos de programación se realiza mediante la libreŕıa

MATLAB Engine API for Python, incluida en el paquete de instalación de MATLAB. Las versiones utilizadas son:

Python 3.8.10

PyTorch 1.11.0

MATLAB 9.9 (R2020b)

Simulink 10.2

4.4.1. Modelo del sistema PV en Simulink

La Fig. 4.2 muestra el modelo del sistema PV en Simulink. Este modelo incluye cuatro módulos en serie, cada

uno con un diodo en derivación, un convertidor DC-DC tipo boost, y una carga DC, compuesta por una resistencia

y una bateŕıa. Los parámetros de los elementos del modelo están definidos en la Tabla 4.1. El modelo del convertidor

boost corresponde al modelo promediado, y está incluido en las libreŕıas de MATLAB/Simulink.

Se utilizan cinco sensores de voltaje, uno para cada módulo, y uno más para el arreglo de módulos; y un sensor

de corriente que mide la corriente de salida del arreglo. Esta información es utilizada en Python/PyTorch para

formar el estado del MDP.

Los valores de irradiancia, temperatura del módulo y ciclo de trabajo del convertidor se consideran entradas del

modelo, y son determinados en Python/PyTorch en cada paso de simulación (i.e., cada interacción entre el agente

y el entorno). En este sentido, la irradiancia y la temperatura del módulo son léıdas directamente de una base

de datos; mientras que el ciclo de trabajo se determina mediante el algoritmo de control TD4, como se explica a

continuación.

4.4.2. Modelo MDP del sistema PV en Python

Generalmente, para utilizar algoritmos de DRL en Python se sigue la interfazGym propuesta porOpenAI (Brock-

man et al., 2016). OpenAI Gym es una plataforma de código abierto implementada en Python para evaluar algo-

ritmos DRL en una variedad de entornos, entre los cuales se incluyen entornos de control clásico como el péndulo
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Figura 4.2: Diagrama del sistema PV en MATLAB/Simulink.

invertido. Cada entorno especifica su propio espacio de estado y de acción, es decir, describe el formato de acciones

y observaciones válidas. En adición a los entornos integrados, OpenAI Gym permite definir entornos personalizados,

como por ejemplo el del sistema PV. La ventaja de utilizar el protocolo de OpenAI Gym es la abstracción de los

entornos, permitiendo que sean utilizados indistintamente por cualquier algoritmo de DRL.

Para definir un entorno personalizado, se debe crear una clase que herede de la clase gym.Env de la libreŕıa gym,

como se muestra en el siguiente fragmento de código:

1 import gym

2

3

4 class SistemaPV(gym.Env):

5 def __init__(self):

6 pass

7

8 def step(self , action):

9 pass

10

11 def reset(self):

12 pass

13

14 def render(self):

15 pass

16

17 def close(self):

18 pass

Listado 4.1: Interfaz OpenAI Gym para algoritmos DRL

A continuación se describe cada uno de los métodos que debe implementar la clase personalizada:

init : método constructor de la clase. En este método se definen dos atributos, observation space y
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action space, que definen el espacio de estado y de acción del entorno. En el caso del sistema PV, el espacio

de estado es un vector de doce elementos, mientras que el espacio de acción es un vector de un elemento.

step: método que implementa la acción de un agente en un entorno. En este método se recibe una acción, se

ejecuta en el entorno y se devuelve el nuevo estado del entorno y la recompensa. En el caso del sistema PV,

la acción indica el cambio en el ciclo del trabajo del convertidor boost. Esta acción se env́ıa a Simulink y se

procede a realizar la simulación. Finalmente, Simulink comunica el resultado de la simulación al programa en

Python, el cual calcula la recompensa y devuelve el nuevo estado.

reset: método que reinicia el entorno. En este método se devuelve el estado inicial del entorno. Este método

es llamado en dos situaciones: cuando se inicia la ejecución del algoritmo, o cuando un episodio ha finalizado.

En el caso del sistema PV, un episodio finaliza cuando se han utilizado todos los valores de irradiancia durante

un d́ıa.

render: método que muestra la representación gráfica del entorno. En este método se muestra el estado del

entorno en una ventana de visualización. Este método es opcional, y no se utiliza en el caso del sistema PV.

close: método que finaliza el entorno. En este método se liberan los recursos asociados al entorno. Este

método es opcional, y en el caso del sistema PV no se utiliza.

4.4.3. Arquitectura del actor y el cŕıtico

La arquitectura de las redes neuronales del actor y cŕıtico sigue las recomendaciones de Lillicrap et al. (2019) y

Lapan (2018). La Fig. 4.3 muestra la arquitectura de ambas.

La arquitectura del actor consta de tres capas: una capa de entrada, una capa oculta y una capa de salida. Para

comprobar que esta arquitectura es suficiente para la representación de la poĺıtica del agente, se realizan distintos

experimentos en los que se agregan más capas ocultas, y se observa que la precisión del algoritmo no cambia

significativamente, por lo que se utiliza la arquitectura más simple, lo que agiliza el proceso de entrenamiento (Hagan

et al., 2014). La capa de entrada recibe un vector de doce observaciones, la capa oculta se compone de 128 neuronas

con función de activación ReLU (Unidad Lineal Rectificada, Rectified Linear Unit) (Hara et al., 2015), y la capa de

salida un vector unidimensional, correspondiente a la acción sobre el ciclo de trabajo del convertidor. Las acciones

de salida se transforman con una función de activación tangente hiperbólica (TanH) para comprimir los valores en

el rango (−1, 1), los cuales están dentro del espacio de acciones admitidas por el entorno.

Por su parte, la arquitectura del cŕıtico incluye dos rutas separadas: una para el vector de observaciones y

otra para el vector de acciones. Esta separación de entradas permite establecer una etapa de preprocesamiento y

extracción de caracteŕısticas del vector de estados (el más complejo de ambos vectores) (Lapan, 2018), de manera

similar a la arquitectura del actor. Posteriormente, la salida de esta etapa se concatena con el vector de acción y

se procesa en otra capa oculta, para finalmente transformarse en la salida del cŕıtico, correspondiente a un valor
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escalar. De esta manera, el cŕıtico está formado por una capa de entrada con doce observaciones, una capa oculta

con 128 neuronas con función de activación ReLU, otra capa oculta de 128 neuronas que concatena la salida de la

primera capa oculta y el vector de acciones, con función de activación ReLU, y finalmente una capa de salida con

función de activación lineal.

Actor

Acciones

Observaciones

12 � 128

ReLU

128 � 1
TanH

Cŕıtico

Valor Q

Observaciones

129 � 128

ReLU

128 � 1
Lineal

AccionesReLU
12 � 128

Figura 4.3: Arquitectura del actor y el cŕıtico en la implementación de TD4 para el sistema PV.

4.4.4. Configuración de los episodios

La configuración de los episodios sigue la dinámica de un sistema PV en la vida real. En este caso, se supone que

el sistema PV está en funcionamiento desde las 8:00 hasta las 18:00 (i.e., durante el d́ıa) y que se leen los valores

de irradiancia cada minuto. Aśı, un episodio tiene una duración de 600 minutos, es decir, el algoritmo DRL puede

interactuar 600 veces con el entorno por cada episodio, una interacción por minuto.

Para incluir los efectos de PS, se genera una señal tipo escalón que vaŕıa aleatoriamente durante el episodio,

tomando valores del conjunto discreto {200, 400, 600, 800, 1000}W/m2 para cada uno de los módulos que componen

el arreglo PV; mientras que la temperatura ambiente se mantiene constante en 25◦C durante todo el episodio.

Esta configuración se determinó adecuada porque la temperatura ambiente tiene una influencia lenta sobre la celda

PV, y no está directamente relacionada con la velocidad de respuesta dinámica; mientras, en la práctica, las nubes

se mueven rápidamente, lo que provoca un cambio repentino en la potencia de salida del panel PV. (Aashoor &

Robinson, 2012). En consecuencia, el algoritmo debe probarse bajo diferentes niveles de irradiación para verificar

la velocidad de seguimiento. Algunos investigadores consideran el desempeño de algunas técnicas MPPT/GMPPT

propuestas durante la variación de carga. Sin embargo, el sistema PV implementado en esta tesis es un sistema

67



independiente donde la carga permanece constante, a diferencia de un sistema conectado a la red. Por lo tanto, la

variación de carga no se ha tenido en cuenta para probar el rendimiento del método propuesto.

Como es habitual en el paradigma de ML en general, se utilizan dos conjuntos de datos, uno para el entrenamiento

y otro para la prueba (i.e., testing), los cuales son excluyentes; es decir, los datos en el conjunto de entrenamiento no

están presentes en el conjunto de prueba, y viceversa. El conjunto de prueba no se presenta a los modelos durante

el entrenamiento. Esta separación de los conjuntos se realiza con el fin de evaluar la capacidad de generalización

del modelo en datos no vistos durante el entrenamiento.

La Fig. 4.4 muestra un d́ıa para cada uno de los conjuntos de datos. El conjunto de datos de entrenamiento tiene

una longitud de 110 d́ıas, 100 d́ıas reservados para el entrenamiento de los algoritmos y 10 más para la recolección

de demostraciones del experto, abarcando el periodo de tiempo del 1 de enero de 2020, al 20 de abril de 2020;

mientras que el conjunto de prueba tiene una longitud de 60 d́ıas, abarcando el periodo de tiempo del 1 de enero

de 2021, al 2 de marzo de 2021. La fecha en los datos de ambos conjuntos no contiene información relevante, y solo

se utiliza para comparar directamente el desempeño de los algoritmos MPPT/GMPPT en una misma fecha.

Originalmente, el conjunto de datos de entrenamiento estaba compuesto por 1,000 episodios, como lo especifican

Phan et al. (2020) en un algoritmo similar. Sin embargo, al realizar los experimentos de prueba, se observó que

el algoritmo converǵıa 10 veces más rápido que el propuesto en Phan et al. (2020), por lo que se realizó una

reducción del número de episodios a 100. Respecto a la cantidad de demostraciones, se utiliza el 10% de episodios

de entrenamiento, es decir, un total de 10 episodios de donde se recolecta el comportamiento exhibido por el

algoritmo experto, como se recomienda en Huang et al. (2021). Finalmente, en aplicaciones de RL/DRL, es común

que el conjunto de prueba contenga al menos el 50% del número de datos en el conjunto de entrenamiento (Meng &

Khushi, 2019), lo cual se satisface con los 60 episodios seleccionados para dicho conjunto en este caso de estudio. La

distribución de los episodios en los diferentes conjuntos de demostración, entrenamiento y prueba se resume en la

Tabla 4.2. La columna Distribución (entrenamiento) especifica el porcentaje de episodios utilizados en cada conjunto

respecto al conjunto de entrenamiento, mientras que la columna Distribución (total) especifica el porcentaje para

cada conjunto respecto al total de episodios utilizados en los tres conjuntos. Para los algoritmos que no requieren

demostraciones, la distribución es idéntica, omitiendo únicamente el conjunto de demostración.

Tabla 4.2: Distribución de los episodios para el algoritmo TD4

Conjunto Episodios Interacciones Distribución
(entrenamiento)

Distribución
(total)

Demostración 10 6,000 10% † 5.88%
Prueba 60 36,000 50% § 35.29%
Entrenamiento 100 60,000 * 100% 58.82%

Total 170 102,000 - 100%

* Phan et al. (2020).
† Huang et al. (2021).
§ Meng & Khushi (2019).
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Módulo 4

(a) Datos de entrenamiento.

08:00 10:00 12:00 14:00 16:00 18:00
2021−ene.−05

200

300

400

500

600

700

800

900

1000

Ir
ra

d
ia

n
ci

a
so

la
r

(W
/
m

2
)
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Módulo 4
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Figura 4.4: Patrones de irradiancia solar en los conjuntos de datos de entrenamiento y prueba. La temperatura
ambiente se considera constante durante todo el d́ıa, con valor de 25◦C.

4.4.5. Demostraciones del algoritmo MPPT P&O

Las demostraciones son proporcionadas por un algoritmo MPPT P&O con un paso de perturbación fijo en el

ciclo de trabajo del convertidor boost de ±1% (Hadji et al., 2018). La longitud del conjunto de demostraciones es

de 6,000 experiencias, es decir, diez d́ıas para la actual configuración de los episodios. Los d́ıas seleccionados para

recolectar las demostraciones abarcan del 11 de abril de 2020 al 20 de abril de 2020.

La dinámica del algoritmo MPPT P&O para el d́ıa 15 de abril de 2020 se muestra en la Fig. 4.5. La ĺınea

punteada corresponde con la potencia máxima disponible, es decir, la potencia producida por el sistema PV cuando

se opera en el GMPP teórico. La ĺınea azul indica la potencia producida por el sistema PV cuando es controlado

por el algoritmo MPPT P&O. Se observa que, de los seis patrones de sombreado durante el d́ıa (i.e., seis GMPPT

diferentes), el algoritmo P&O solo es capaz de ubicar correctamente el GMPPT en dos de ellos. Adicionalmente, la

baja velocidad de seguimiento del algoritmo P&O se hace evidente alrededor de las 15:00, donde el sistema PV tarda

en alcanzar el GMPP alrededor de 20 muestras (una quinta parte de la duración de este patrón de irradiancia), lo

que implica una pérdida adicional de rendimiento. Para este d́ıa, la eficiencia de seguimiento del MPPT P&O es de

82.5%. La relativa baja eficiencia de seguimiento se debe a la incapacidad del algoritmo MPPT P&O para detectar

el GMPP, como se explicó en la Sección 2.7.

4.4.6. Configuración de los experimentos

Los parámetros de configuración para el entrenamiento del algoritmo TD4 se muestran en la Tabla 4.3. Estos

parámetros son seleccionados a través de una búsqueda de ret́ıcula (grid search). Para guiar la búsqueda, se utilizan

los valores recomendados por Lillicrap et al. (2019), Lapan (2018) y Nair et al. (2018). El proceso de búsqueda

consiste en generar una combinación de parámetros, elegidos mediante la combinación de los distintos valores que
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Figura 4.5: Dinámica del algoritmo MPPT P&O para el sistema PV del caso de estudio en un d́ıa determinado,
con una eficiencia de seguimiento de 82.8%.

se pueden tomar para cada uno de los parámetros, y evaluar el desempeño del algoritmo, eligiendo el conjunto

de parámetros que presente un mejor desempeño. Por ejemplo, para el tamaño de mini lote se elige un valor del

conjunto discreto [32, 64, 128, 256, 512], y para la tasa de aprendizaje del cŕıtico se elige un valor del conjunto

[0.0001, 0.001, 0.01]. Los parámetros que presentaron el mejor desempeño se muestran en la Tabla 4.3.

Para los algoritmos DDPG y TD3, se utilizan los mismos parámetros (los aplicables, según el algoritmo). Tanto

TD4, TD3 y DDPG utilizan el optimizador Adam (Kingma & Ba, 2014), una versión mejorada de SGD. Debido a

la estocasticidad en el proceso de inicialización de los pesos, y por tanto, del proceso de entrenamiento, se realizaron

100 experimentos para cada algoritmo DRL. Esto con la finalidad de realizar una comparación justificada de los

resultados de los algoritmos, y no presentar desempeños inconsistentes.

La configuración del algoritmo P&O es similar a la descrita en la Sección 4.4.5; es decir, se utiliza un paso

de perturbación fijo en el ciclo de trabajo del convertidor boost de ±1%. A diferencia de los algoritmos DRL, el

algoritmo P&O presenta un comportamiento determinista, por lo que solo se realiza un experimento para determinar

su desempeño.

4.5. Resultados de Simulación

Las simulaciones ofrecen una oportunidad para verificar la viabilidad y el rendimiento del algoritmo TD4 pro-

puesto, puesto que permiten hacer comparaciones directas entre dos algoritmos MPPT/GMPPT, que de otra manera

seŕıa dif́ıcil de realizar en la práctica, ya que las caracteŕısticas y condiciones de operación pueden variar entre dos

sistemas similares. Además, no es posible conocer con certeza el GMPP en la práctica, por lo que es necesario

realizar simulaciones para verificar la eficacia de los algoritmos.

Para el análisis de evaluación y comparación con los otros algoritmos MPPT/GMPPT (TD3, DDPG y P&O),

los estudios de simulación se configuraron exactamente en las mismas condiciones, como se describe en la sección
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Tabla 4.3: Parámetros de entrenamiento de los algoritmos GMPPT DRL

Parámetro Valor Descripción

|D| 6,000 Número de demostraciones del experto
N 64 Tamaño de mini lote para aproximar el gradiente
M 100 Número de episodios para el entrenamiento
T 60,000 Número total de interacciones con el entorno durante el entrenamiento
γ 0 Factor de descuento
αQ 1× 10−3 Tasa de aprendizaje del cŕıtico
αµ 1× 10−4 Tasa de aprendizaje del actor
ρ 1× 10−3 Factor de promedio de Polyak
N N (0, 0.3) Ruido de exploración (distribución normal)
Rϵ 10,000 Número de interacciones para el desvanecimiento del ruido de exploración
ϵmı́n 0.01 Magnitud final del ruido de exploración
σ2 0.01 Varianza del ruido de regularización
ψ 2 Pasos de retardo para la actualización de la poĺıtica

anterior. Aśı, para comparar el rendimiento de los algoritmos, se utiliza la eficiencia de seguimiento, descrita en

la Ec. (4.6), donde la potencia de simulación del conjunto fotovoltaico se compara con la potencia calculada en el

GMPP teórico.

4.5.1. Fase de Entrenamiento

En esta sección se analiza el rendimiento de los algoritmos GMPPT basados en DRL (TD4, TD3 y DDPG) en la

fase de entrenamiento y se realiza una comparación con el rendimiento del algoritmo MPPT P&O y con la potencia

teórica máxima para cada condición climática de operación.

Durante los primeras interacciones del entrenamiento de los algoritmos DRL con el sistema PV, la eficiencia de

seguimiento es muy baja. En el segundo d́ıa de entrenamiento, correspondiente a la fecha 2 de enero de 2020, la

eficiencia de seguimiento de TD4 es de 18.4%, y de 21.7% y 15.2% en el caso de TD3 y DDPG, respectivamente;

mientras que la eficiencia de seguimiento de P&O para este mismo d́ıa es de 90.2%. Estos resultados corresponden

a un experimento en particular, cuya dinámica durante el d́ıa se observa en la Fig. 4.6(a). La baja eficiencia de

seguimiento de los algoritmos DRL durante la fase inicial del entrenamiento se debe a la exploración del espacio

de estado y acción, como se explicó en la Sección 3.2.3. Debido a que los pesos en las ANNs del actor y el cŕıtico

en los algoritmos DRL se inicializan aleatoriamente, el desempeño de un experimento en espećıfico puede no ser

totalmente representativo, por lo que la Fig. 4.6(b) muestra una media de los resultados de 100 experimentos

independientes para cada algoritmo. En la Fig. 4.6(b) se observa que el desempeño de los tres algoritmos, en

promedio, es extremadamente similar, con una eficiencia de seguimiento de alrededor del 22%.

Posteriormente, en el episodio 12 de entrenamiento, correspondiente al d́ıa 12 de enero de 2020, la eficiencia

de los tres algoritmos DRL alcanza el rendimiento del algoritmo P&O, como se muestra en la Fig 4.6(c) para

un experimento en particular y en la Fig. 4.6(d) para una media de 100 experimentos. Particularmente, en esta

última figura, la eficiencia de seguimiento de los algoritmos DRL está alrededor del 74.6%, mientras que la propia
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Figura 4.6: Promedio de la eficiencia de seguimiento en los datos de entrenamiento al inicio del proceso de apren-
dizaje.

del algoritmo P&O es de alrededor del 77.6%. A pesar de que la eficiencia de los algoritmos DRL aumenta, en

comparación el d́ıa 2 de enero de 2020, la inclusión de demostraciones en el entrenamiento de TD4 no ha mejorado

el desempeño de este algoritmo.

En la fase final del entrenamiento, la eficiencia de los algoritmos DRL sobrepasa el rendimiento del algoritmo

P&O, como lo muestra la Fig. 4.7(a). Más aún, a partir del d́ıa 20 de marzo de 2020, la eficiencia de seguimiento del

algoritmo TD4 es mayor que la de los algoritmos DDPG y TD3, lo que indica que la inclusión de demostraciones

en el entrenamiento de TD4 mejora el desempeño de este algoritmo en la fase de aprendizaje. Finalmente, la

Fig. 4.7(b) muestra la eficiencia de seguimiento de todos los algoritmos MPPT/GMPPT comparados, promediada

en 100 experimentos independientes para cada algoritmo y a lo largo de los 100 d́ıas de entrenamiento, donde

se muestra que la eficiencia de TD4 es superior a la de los otros algoritmos, con una eficiencia de seguimiento

promedio de 87.47% (SD 13.96); mientras que para TD3, DDPG y P&O, la eficiencia de seguimiento promedio
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es de 85.96% (SD 13.92), 86.31% (SD 14.01) y 82.36% (SD 9.44), respectivamente. Estos resultados incluyen la

fase de exploración, por lo que se espera que en la fase de prueba, la eficiencia de los algoritmos GMPPT DRL se

incremente considerablemente.
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Figura 4.7: Promedio de eficiencia de seguimiento en el conjunto de datos de entrenamiento, utilizando 100 experi-
mentos por algoritmo.

4.5.2. Fase de Prueba

En esta sección se analiza el rendimiento de los algoritmos GMPPT basados en DRL (TD4, TD3 y DDPG)

después de haber concluido la fase de entrenamiento, es decir, los pesos del actor y del cŕıtico ya no se modifican.

También se realiza una comparación con el rendimiento del algoritmo MPPT P&O y con la potencia teórica máxima

para cada condición climática de operación.

La Fig. 4.8(a) muestra el rendimiento de todos los algoritmos MPPT/GMPPT para el primer d́ıa en el conjunto

de prueba, correspondiente al d́ıa 1 de enero de 2021. Estos son los resultados de un experimento en particular, donde

se observa que la eficiencia los algoritmos GMPPT DRL supera ampliamente el rendimiento del algoritmo P&O.

Espećıficamente, la mejor eficiencia de seguimiento para este d́ıa en particular es la del algoritmo TD4, la cual es de

98.9%, seguida por la eficiencia de seguimiento del algoritmo TD3, la cual es de 98%; en tercer lugar, la eficiencia

de seguimiento del algoritmo DDPG, correspondiente al 95%; y en cuarto lugar, la eficiencia de seguimiento del

algoritmo P&O, con el 88.8%.

En cuanto a la velocidad de seguimiento de los algoritmos, se observa que todos los algoritmos DRL presentan

una mayor velocidad que el algoritmo P&O. Esto se hace evidente a las 08:00 horas del primer d́ıa de prueba,

mostrado en la Fig. 4.8(a), donde se observa que los algoritmos DRL alcanzan el GMPPT en el minuto siguiente,

mientras que el algoritmo P&O demora 60 minutos en llegar a éste, coincidiendo con los métodos DRL alrededor

de las 09:00 horas.

Respecto al comportamiento en estado estable de los algoritmos MPPT/GMPPT comparados, se observa que
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el algoritmo DDPG muestra oscilaciones en la eficiencia de seguimiento, causadas por la oscilación en el ciclo de

trabajo, mientras que los algoritmos TD3 y TD4 no presentan oscilaciones. Esto se debe a que la inclusión de otro

cŕıtico en el proceso de entrenamiento regulariza los pesos en el actor de estos dos algoritmos, lo que se explica en

las secciones 3.3.3 y 3.3.4.

Adicionalmente, la Fig. 4.8(a) muestra un fenómeno en el comportamiento de todos los algoritmos MPPT

comparados, donde entre las 16:00 y las 17:00 horas se observa un súbito decremento en la eficiencia de seguimiento.

Esto fenómeno, explicado en la Fig. 2.5a y Fig. 2.5b, se debe al cambio repentino en la irradiancia, lo que ocasiona

que, tanto la curva I–V del sistema como su GMPPT se desplacen instantáneamente. No obstante, se observa que el

algoritmo es capaz de volver a ubicar el GMPPT de manera inmediata, mientras que los otros algoritmos no logran

establecerse correctamente en dicho punto.

En la Fig. 4.8(b) se muestra el desempeño de los algoritmos GMPPT DRL promediado en 100 experimentos

independientes para cada algoritmo, donde se observa que la brecha entre los algoritmos GMPPT DRL se estrecha

considerablemente; sin embargo, el algoritmo TD4 sigue presentando una eficiencia de seguimiento superior a la

del resto de algoritmos MPPT/GMPPT, con una eficiencia de seguimiento promedio de 95.4%; mientras que para

TD3, DDPG y P&O, la eficiencia de seguimiento promedio es de 95.3%, 94.8% y 88.8%, respectivamente.

Similarmente, las Fig. 4.8(c) y 4.8(d) muestran el rendimiento de los algoritmos MPPT/GMPPT para el d́ıa 8 de

enero de 2021, correspondiente al octavo d́ıa en el conjunto de prueba. En el caso de la Fig. 4.8(c), se presentan los

resultados para un experimento en particular, donde TD4 es el algoritmo GMPPT que presenta la mejor eficiencia

de seguimiento, correspondiente al 93.7%; mientras que para TD3, DDPG y P&O, la eficiencia de seguimiento

es de 89.8%, 83.4% y 65%, respectivamente. En cuanto a la Fig. 4.8(d), se muestra el rendimiento promedio en

100 experimentos independientes, con resultados similares; el algoritmo TD4 presenta la mejor eficiencia promedio,

correspondiente al 89.5%; mientras que para TD3, DDPG y P&O, la eficiencia promedio es de 86.7%, 85.9% y

65%, respectivamente. Al igual que en el d́ıa 01 de enero de 2021, la dinámica de seguimiento de DDPG en el d́ıa

08 de enero de 2021 presenta oscilaciones, las cuales se atenúan en TD3 y TD4.

A pesar de que el desempeño promedio durante el d́ıa del algoritmo TD4 es mejor que el de los otros algoritmos

MPPT comparados, en momentos espećıficos del d́ıa puede verse superado por estos otros algoritmos, como se

observa desde las 09:00 hasta pasadas las 12:00 horas en la Fig. 4.8(b), y entre las 10:00 y las 13:00 horas en la

Fig. 4.8(d). Este comportamiento se debe a que los algoritmos DRL están basados en tres procesos estocásticos

(la inicialización de los pesos de las redes neuronales, la optimización de los pesos durante el entrenamiento, y la

selección de acciones de exploración por parte de la poĺıtica), los cuales pueden converger a distintos óptimos locales

dependiendo de las condiciones iniciales. Adicionalmente, los datos utilizados durante la prueba pueden contener

información adicional (i.e., estados no vistos durante el entrenamiento), por lo que el desempeño del algoritmo puede

degradarse en momentos determinados. Una posible solución a este problema es incrementar el número de episodios

de demostración y de entrenamiento, de tal manera que el algoritmo incremente su conocimiento del espacio de
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Figura 4.8: Eficiencia de seguimiento en los datos de prueba, una vez finalizado el proceso de entrenamiento. El
promedio de la eficiencia de seguimiento en el d́ıa se indica junto al nombre del algoritmo.

estado y pueda generalizar de mejor manera. No obstante, como se muestra en la Fig. 4.9, el desempeño promedio

de TD4 en 100 experimentos independientes a lo largo de los 60 d́ıas del conjunto de prueba es mejor que el de

los algoritmos TD3, DDPG y P&O. En la Fig. 4.9(a) se presenta el promedio por d́ıa, donde se puede observar

que los algoritmos DRL sobrepasan el rendimiento del algoritmo P&O, siendo TD4 el algoritmo que presenta la

mejor eficiencia en promedio. En la Fig. 4.9(b) se muestra la eficiencia de seguimiento promedio por algoritmo,

donde TD4 obtiene el primer lugar, con una eficiencia promedio de 93.91% (SD 3.11); mientras que el resto de los

algoritmos tienen eficiencias de 91.57% (SD 3.36), 91.54% (SD 3.36) y 82.5% (SD 8.82), para TD3, DDPG y P&O,

respectivamente.
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Figura 4.9: Promedio de eficiencia de seguimiento en el conjunto de datos de prueba, utilizando 100 experimentos
por algoritmo.

A partir de estos resultados, se observa que el algoritmo TD4 presenta la mejor eficiencia promedio, tanto en

la fase de aprendizaje, como en la fase de prueba. En consecuencia, los sistemas PV controlados por un algoritmo

GMPPT TD4 pueden producir una mayor cantidad de potencia en las mismas condiciones ambientales que los

otros algoritmos MPPT, lo que resulta de gran relevancia para la constante expansión de la generación PV, y

simultáneamente, para promover la descarbonización de la enerǵıa.

4.6. Conclusión

La tarea de MPPT en un sistema PV tiene la finalidad de maximizar la cantidad de enerǵıa generada. Esta

tarea no resulta sencilla ya que el MPP vaŕıa continuamente a lo largo del d́ıa en función de la irradiancia solar

incidente y la temperatura. Por otra parte, PS es una condición de operación frecuente en la que los módulos de

un arreglo fotovoltaico no reciben la misma cantidad de irradiancia solar, lo que produce pérdidas en la potencia

generada.

Para mitigar las pérdidas en condiciones de PS, se utilizan diodos en derivación para aislar las celdas sombreadas.

Sin embargo, la introducción de estos diodos en el sistema PV genera la aparición de múltiples MPP locales

(LMPP), de los cuales solo uno corresponde al máximo global (GMPP). Como consecuencia, la tarea de GMPPT

en condiciones de PS resulta más compleja, pudiendo incurrir en pérdidas adicionales de potencia si el algoritmo

no identifica correctamente el GMPP de los LMPP.

Para enfrentar este problema, en esta tesis se propone el uso de un algoritmo basado en DRL, espećıficamente

una versión modificada del algoritmo TD3, el cual se ha denominado TD4 (TD3+Demostraciones). TD4 incorpora

demostraciones de un algoritmo MPPT P&O para guiar el proceso de aprendizaje y mejorar el desempeño del

algoritmo en la fase de prueba.

Se realizaron distintas simulaciones para verificar el desempeño del algoritmo propuesto, comparándolo con tres
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técnicas MPPT/GMPPT: DDPG, TD3 y P&O. Debido a la naturaleza estocástica del proceso de entrenamiento,

en espećıfico en la asignación inicial de los pesos en las ANNs de los algoritmos DRL, se realizaron 100 experimentos

para cada algoritmo, y se promedian los resultados. Durante la fase de aprendizaje, la inclusión de demostraciones

en TD4 permite que el algoritmo se entrene más rápidamente y mejore el desempeño. La eficiencia de seguimiento

promedio durante la fase de aprendizaje para TD4 es de 87.47%, mientras que para DDPG, TD3 y P&O, es de

86.31%, 85.96% y 82.36%, respectivamente. En la fase de prueba, la eficiencia de seguimiento promedio de de

93.91%, mientras que para DDPG, TD3 y P&O, es de 91.54%, 91.57% y 82.50%, respectivamente.

A partir de los resultados de la simulación, es evidente que el algoritmo GMPPT TD4 es capaz de localizar

el GMPP con mayor exactitud y rapidez que el algoritmo P&O y los otros métodos DRL que no incorporan

demostraciones, lo que maximiza la cantidad de enerǵıa generada por el sistema PV.
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Caṕıtulo 5

Conclusiones y Trabajos Futuros

Esta sección final resume los principales hallazgos y resultados de la tesis, y brinda una perspectiva de los

aspectos que merecen ser abordados en trabajos futuros.

5.1. Conclusiones

En esta tesis se demostró que la inclusión de demostraciones de un algoritmo MPPT P&O permite mejorar el

desempeño de un algoritmo GMPPT basado en DRL. Esta formulación DRL con demostraciones se ha denominado

TD4. La principal aportación cient́ıfica de este método consiste en el uso de demostraciones sub-óptimas en el

entrenamiento de un algoritmo TD3. Para discernir entre las acciones óptimas y sub-óptimas, se implementó un

filtro de acción, el cual tiene la finalidad de utilizar unicamente las demostraciones consideradas beneficiosas y

desechar aquellas demostraciones no apropiadas (i.e., demostraciones con comportamientos sub-óptimos). Esta

configuración de aprendizaje en TD3 no ha sido explorada en la literatura.

Se utilizaron demostraciones de un algoritmo P&O debido a que es la técnica MPPT más popular y sus demos-

traciones son fáciles de obtener. Si bien, el algoritmo P&O no presenta un desempeño satisfactorio en condiciones

de PS, el algoritmo propuesto TD4 logró beneficiarse de estas demostraciones al utilizar el filtro de acción.

Para verificar la eficacia de TD4 como técnica GMPPT, se comparó su desempeño con otras técnicas de segui-

miento basadas en DRL (TD3 y DDPG) y con el propio algoritmo P&O utilizado para la generación de las demos-

traciones. Para realizar esta comparación, se implementó un sistema fotovoltaico compuesto por cuatro módulos en

serie en MATLAB/Simulink y se utilizaron distintos patrones complejos de irradiancia solar para emular condiciones

de sombreado parcial. Estos datos de irradiancia fueron generados aleatoriamente y separados en dos conjuntos, uno

se utilizó para el entrenamiento de los algoritmos DRL y el otro se reservó para validar la eficacia de los métodos

ante datos no vistos durante el entrenamiento. Los resultados de la simulación mostraron que TD4 tiene una mejor

eficiencia de seguimiento del GMPP que los otros métodos, tanto en la fase de entrenamiento, como en la fase

78



de prueba. Si bien, el uso de aproximadores de función no lineales anula cualquier garant́ıa de convergencia, los

resultados experimentales demostraron que el aprendizaje es estable en todos los casos; es decir, el algoritmo TD4

logró aprender una poĺıtica de seguimiento del GMPP satisfactoria en cada uno de los experimentos realizados.

A continuación se presentan las ventajas de TD4:

En comparación con algoritmos con espacios de acción discreto (como P&O y DQN), TD4 utiliza ANNs para

estimar la poĺıtica y la función de valor, admitiendo el uso de espacios continuos de estado y acción. Esto

permite que el algoritmo determine las acciones sobre el ciclo de trabajo del convertidor con mayor precisión.

Con respecto a los algoritmos basados DRL (como DQN y DDPG), la inclusión de un cŕıtico adicional mejora

la estabilidad de convergencia en el proceso de optimización de los parámetros de las ANNs, lo que produce

fluctuaciones más pequeñas en la potencia de salida. Esto se traduce directamente en un mejor desempeño en

la tarea de seguimiento.

Incorpora conocimiento extra en el entrenamiento a través del uso de demostraciones, lo que mejora razona-

blemente la eficiencia de seguimiento del GMPP. Por lo tanto, el sistema PV puede generar mayor enerǵıa,

tanto en la fase de entrenamiento como en la fase de prueba, lo que puede generar un beneficio económico

considerable en el funcionamiento a largo plazo.

En resumen, en comparación con el método tradicional P&O, y los métodos basados en DRL, DDPG y TD3, el

método GMPPT TD4 propuesto tiene una mejor eficiencia de seguimiento, lo cual se traduce directamente como

una mayor cantidad de potencia generada bajo las mismas condiciones ambientales. Los resultados obtenidos abren

una v́ıa prometedora para trabajos futuros y desarrollos en el área de DRL para abordar el complejo problema de

GMPPT de los sistemas PV en condiciones de PS, lo que permitiŕıa el continuo perfeccionamiento de esta fuente

de generación renovable, limitando a la vez la dependencia actual del sector energético a los combustibles fósiles y

promoviendo un ambiente libre de contaminación, donde predominen las enerǵıas limpias.

5.2. Trabajos futuros

A continuación se enlistan los trabajos que pueden desprenderse de esta investigación:

En esta tesis, se desarrollaron y utilizaron modelos de simulación para verificar el rendimiento de la técnica

GMPPT TD4 propuesta. Se espera que los resultados incentiven futuras investigaciones que involucren la

construcción de modelos prototipo para probar experimentalmente la técnica GMPPT desarrollada.

En el sistema PV estudiado, se utiliza un convertidor boost como interfaz entre los módulos fotovoltaicos y

la carga. El efecto de otros convertidores DC-DC como Cuk, SEPIC o buck-boost podŕıa investigarse para

determinar si alguno de estos promueve una mejor eficiencia en el seguimiento del GMPP.
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Existen otros algoritmos MPPT/GMPPT que presentan mejor rendimiento que P&O por lo que el uso de

éstos como experto puede mejorar la eficiencia de seguimiento de TD4.

Referente a las redes inteligentes y el mercado eléctrico, se propone realizar una investigación que considere

el almacenamiento de la enerǵıa generada y la interconexión del sistema con la red eléctrica. En este caso,

además de maximizar la potencia generada, el controlador estaŕıa a cargo de administrar el flujo de potencia,

de manera que se minimice el costo de la enerǵıa obtenida de la red eléctrica.
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